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RESUMO

Na aviacdo comercial, os eventos de manutencédo ndo-planejados representam
uma elevagao dos custos de manutencgéo, além de exigir maior tempo de aero-
nave em solo, impactando os custos operacionais e a imagem da empresa. Estes
impactos podem ser agravados caso uma falha que impeca a decolagem ocorra
em um aeroporto despreparado para receber acdes de manutencao de determi-
nada aeronave ou linha aérea. No entanto, caso se possua uma estimativa do
estado de degradagéo para alguns equipamentos chaves, que possuem grandes
cargas de trabalho podem estar sujeitos a maiores taxas de falha, é possivel pla-
nejar agdes de manutencao essenciais que sejam acomodadas no cronograma
de operacao da aeronave, evitando assim acdes corretivas inesperadas. Para
tanto, é possivel utilizar algoritmos de aprendizado de maquina em conjunto com
analise de modelos, dados de sensores e técnicas de filtragem para estimar de
forma mais precisa o estado de degradagédo de um equipamento. Este trabalho
utilizou dados de campo de uma frota de aeronaves, coletando informacgdes de
sensores e de registros de manutencao para a criagao de uma base de dados de
indices de degradacao, que passaram por diversas técnicas de filiragem, desde
as classicas, como a média mével, até mais complexas, como o filtro de Kalman.
Com os dados de frota, diversos algoritmos de aprendizado de maquina de com-
plexidades diferentes foram treinados e seu desempenhos registrados frente a
resposta esperada. O trabalho entédo utilizou um modelo matematico computaci-
onal do equipamento, que ap6s a validacado com dados de campo, foi utilizado
para prover uma base de voos sintéticos com evolucdo de degradacado conhe-
cida. Estes voos entdo foram ent&o utilizados para enriquecer a base de dados
de voos de campo, permitindo que os algoritmos de aprendizado de maquina
gerassem resultados mais precisos apds um novo treinamento. Esta analise hi-
brida, que alia dados de campo a dados de modelo computacional, se mostrou
efetiva no aumento de desempenho da solucao proposta.

Palavras-chave: Progndéstico. Analise de Falhas. Aprendizado de Maquina. Mo-
delo computacional.
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HYBRID MACHINE LEARNING APPROACH FOR ASSESSMENT OF THE
DEGRADATION STATE OF AN AIRCRAFT PNEUMATIC VALVE

ABSTRACT

In commercial aviation, unplanned maintenance events represent an increase in
maintenance costs, as well as requiring a longer aircraft downtime, impacting
operating costs and the company’s image. These impacts can be more notice-
able if a failure that causes a non-dispatch situation occurs at an airport that
is unprepared to receive maintenance actions for a particular aircraft or airline.
However, if there is an estimate of the state of degradation for some key equip-
ment, which have high workloads and may be subject to higher failure rates, it
is possible to plan essential maintenance actions that are accommodated in the
aircraft’s operating schedule, thus avoiding unexpected corrective actions. To this
end, it is possible to use machine learning algorithms in conjunction with model
analysis, sensor data and filtering techniques to more accurately estimate the
state of degradation of a piece of equipment. This work used field data from a
fleet of aircraft, collecting information from sensors and maintenance records to
create a database of degradation indices, which were subjected to various filter-
ing techniques, from classic ones such as the moving average, to more complex
ones, such as the Kalman filter. With the fleet data, various machine learning
algorithms of varying complexity were trained and their performance recorded
against the expected response. The work then used a computational mathemat-
ical model of the equipment, which after validation with field data, was used to
construct a database of synthetic flights with known degradation evolution. These
flights were then used to enrich the field flight database, allowing the machine
learning algorithms to generate more accurate results after further training. This
hybrid analysis, which combines field data with computer model data, proved to
be effective in increasing the performance of the proposed solution.

Keywords: Prognostic. Failure Analysis. Machine Learning. Computational model.
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1 INTRODUGAO

Os custos de manutengdo de uma aeronave representam uma parcela signifi-
cativa dos custos operacionais diretos, DOC (Direct Operational Cost) (GOLD-
BERG et al., 2018), e representam uma parte significativa do orcamento de uma
linha aérea (PARK; O’KELLY, 2018). Os custos operacionais diretos incluem ca-
pital, tripulacdo, combustivel, manutengéo e taxas. Os custos de manutenc¢ao sao
ainda mais significativos na presencga de eventos nao planejados, mas analises
de saude podem identificar falhas latentes e acelerar o processo de identifica-
cao de falhas e manutencao (CUSATI et al., 2022). Além dos custos normais,
somam-se o0s impactos e custos associados ao fato de se manter a aeronave pa-
rada, evento também chamado de AOG (Aircraft On Ground), muito critico, uma
vez que as margens operacionais das empresas aéreas nao sao grandes.

Os custos operacionais diretos podem ser classificados como custos de voo e
de manutencao, além de depreciacao dos equipamentos, tanto da aeronave em
si quanto seus sistemas. Para compreender os beneficios da interagdo entre o
estagio de projeto e engenharia e o suporte de servico de campo, é possivel
utilizar um modelo que estima os custos do ciclo de vida de um produto. Uma
das vantagens é a inclusdo de dados de falhas de campo na tomada de decisdes
nos estagios iniciais do desenvolvimento (HEGDE, 1994), além de suporte a pos-
venda, sendo no caso da industria aeronautica o suporte as frotas dos clientes.

Os custos de manutencao durante a vida util da aeronave geralmente consideram
dois fatores: a mao de obra e os materiais necessarios. Uma das preocupacoes
do cronograma de manutencao para linhas aéreas € maximizar o tempo dispo-
nivel para operacao da aeronave (CHAIKA, 2023). O alto custo de manutengéo
também néo afeta apenas linhas aéreas comerciais, mas também escolas de avi-
acao para treinamento de pilotos, que podem dar mais valor aos custos de partes
e pessoal do que para o custo indireto de uma aeronave parada (YU et al., 2020).
Para aliviar o impacto dos custos operacionais diretos, € possivel considera-los
durante o processo de desenvolvimento da aeronave, com o objetivo de criar um
produto competitivo, pois estes custos sdo considerados pelos clientes (VALERI,
2015) e incorporar sua reducdo durante o projeto da aeronave é benéfico para a
empresa.

Um dos possiveis caminhos para auxiliar as tarefas de manutencéao é a estima-
tiva do tempo restante para a falha ou a estimativa de saude de equipamentos.
Para tanto, podem ser utilizadas técnicas de aprendizado de maquina aliadas
as analises estatisticas tradicionais de relatérios de manutencao e histérico de



sensores. Para certos sistemas, a abordagem por dados de sensores € mais in-
dicada pois 0 modelo pode ser complexo demais e para grandes volumes de
dados, técnicas classicas tendem a ser computacionalmente intensas. Novas
técnicas permitem a possibilidade de trabalhar em tempo real, com o algoritmo
de previsdo embarcado na aeronave (LU et al., 2019). A abordagem por dados
pode utilizar o método de classificagao, utilizado neste trabalho, para classificar
estados de degradacao, métodos de regressao para estimar ciclos de falha ou
prever a data da falha até métodos nao supervisionados para detectar operagcao
anormal (ABDURAKIPQOV; BUTAKQV, 2020).

Previsbes de falha ou inferéncia do estado de degradacdo sdo alcancadas ao
analisar tendéncias historicas e padrées que se repetem ao longo de um periodo
(KELLEHER et al., 2020). No caso de sistemas aeronauticos, tais tendéncias
podem ser inferidas através da analise de diversos dados, que incluem:

» Sensores: as medic¢des realizadas pelos sensores da aeronave sao gra-
vadas e podem ser acessadas posteriormente. Dados de sensores po-
dem indicar comportamento anormal quando comparados com o com-
portamento esperado.

* Mensagens: gravadas no computador da aeronave, indicam comporta-
mentos anormais e sdo mostradas a tripulacao.

* Relatérios de manutencéao: registram a¢des de manutencéo realizadas,
que variam desde intervengdes planejadas ou emergenciais.

Este trabalho visa melhorar os resultados obtidos somente com dados de campo
para a classificacdo do estado de degradacao de um equipamento, através da
utilizagdo de dados provenientes de um modelo matematico computacional do
mesmo, com a pretensdo de tornar a estimagdo do estado de degradacdo do
equipamento mais precisa. Para tanto, é necessario obter um modelo de tendén-
cia de degradacao, que foi obtido através da anélise exploratéria dos dados de
campo. O modelo matematico computacional foi utilizado para fornecer dados
que irdo suplementar a base de dados de campo. Dessa forma, adotou-se uma
abordagem hibrida entre dados de campo e modelo matematico computacional.

Os dados de entrada, tanto de campo como de modelo, serdo processados por
diversas técnicas de aprendizado de maquina, com a finalidade de encontrar
padrdes nos dados que viabilizem a classificagdo do estado de degradacéo do
equipamento, baseado em indices calculados a partir dos dados de entrada. Es-
tes algoritmos serdo supervisionados (KOTSIANTIS, 2007), com a saida dese-
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jada sendo construida a partir da analise dos dados de sensores e de relatorios
de manutencgéo da frota. Além do desempenho absoluto, uma comparagéo foi
conduzida entre diferentes tipos de algoritmos de aprendizado de maquina para
determinar se existe algum que seja superior aos outros para o tipo de aplicacéao
estudado neste trabalho.

Como um dos objetos de estudo deste trabalho é a saude do equipamento,
apresenta-se PHM (Prognostics and Health Management) como o nome dado
ao campo de estudo da saude de equipamentos e sistemas, aliado a técnicas
de prognastico, que visam prever o estado de saude de um equipamento ou sis-
tema, para auxiliar no planejamento de possiveis intervengdes. Um dos objetivos
do PHM é auxiliar a reduzir o nimero de falhas inesperadas, através do moni-
toramento continuo dos componentes de interesse e prever falhas com antece-
déncia o suficiente para permitir um planejamento adequado da manutencao do
sistema. O componente principal do PHM é o progndstico, que se trata de uma
técnica que propde prever uma falha antes de ocorrerem (CASTILHO, 2016).

Um dos desafios do prognéstico por dados de campo é a falta de dados até o
momento da falha. E possivel utilizar modelos computacionais para simulagdo de
falhas, o que é especialmente (til quando ao analisar casos cujos dados de sen-
sores estao gravados até o momento no qual o equipamento se torna incapaz de
continuar seu funcionamento (SAXENA et al., 2008). Algumas falhas, especial-
mente as de motor, tendem a se propagar pelo equipamento, comprometendo-o
por completo caso a incipiéncia da degradagéao ndo seja detectada. Para o sis-
tema analisado neste trabalho, o sistema ambiental, o diagnéstico de falhas é
uma das partes mais complexas de ensaios tanto em solo como em voo, com
mensagens de falha sendo refletidas para a tripulagdo. Porém, a causa raiz das
falhas pode ser dificil de ser encontrada. Através da simulacao das légicas que
ativam mensagens de falha, a causa raiz pode ser encontrada mais facilmente
(HAIYAN, 2019). Outra dificuldade enfrentada € o desequilibrio dos dados de
classificacdo de saude, pois a degradacao dos equipamentos pode apresentar
relagcdes temporais complexas e, nesta condicao, os relatérios de manutencao
séo bastantes Uteis no aumento de desempenho do aprendizado através da uti-
lizacdo de técnicas de processamento de linguagem natural (DANGUT et al.,
2021).

1.1 Motivacao
Existem trés principais casos que motivam este trabalho.

O primeiro caso é para aeronaves que ja fazem parte do mercado ha anos. For-
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necer uma estimativa do tempo restante para uma falha € uma ag¢ao de mitigacao
dos impactos negativos causados pelas paradas inesperadas, além de auxiliar o
trabalho da area de suporte ao cliente. Um sistema de progndstico e analise de
falhas bem implementado em uma aeronave ja presente no mercado pode miti-
gar a necessidade de se realizar modificagdes de grande custo, com o objetivo de
atingir metas de custo de manutencao que ndo estavam tdo bem estabelecidas
na fase de projeto, porém sao necessarias para manter o produto competitivo no
mercado.

O segundo caso considera modelos de aeronaves novas, para as quais um sis-
tema de prognoéstico pode ser vendido como servigo adicional. Este caso € se-
melhante ao anterior, porém com viés de negdcio diferente. A diferenca seria
vender o servigo de manutengédo programada, baseada no prognéstico de falhas
do sistema, além da venda da aeronave. A estimativa do estado de degradacao
de um componente pode auxiliar no planejamento da manutengao da aeronave.

No campo de atuacao do INPE, o resultado dessa pesquisa pode trazer benefi-
cios para as areas de Engenharia e Tecnologia Espacial, especialmente as linhas
de pesquisa de Combustao e Propulsdo. Outra area potencialmente beneficiada
seria a de Computacgao Aplicada, com ambas as linhas de pesquisa: Modelagem
Computacional e Tecnologia da Informagéo e Extrato de Informagdes. Entende-
se que essa pesquisa esta alinhada com os objetivos estratégicos um e dois do
Plano Diretor 2016 a 2019 do INPE, que consideram dotar o pais de capacidade
propria no desenvolvimento de ciclo de vida de sistemas espaciais e também re-
alizar atividades de pesquisa e desenvolvimento para o dominio de tecnologias
criticas e geragao de produtos e processos inovadores necessarios ao Programa
Espacial Brasileiro, com énfase na transferéncia de conhecimento ao setor pro-
dutivo (INSTITUTO NACIONAL DE PESQUISAS ESPACIAIS, 2016).

1.2 Pergunta cientifica

A pergunta cientifica que se deseja responder € “Como o uso combinado de
dados de campo e modelos pode aumentar a assertividade de prognostico de
falhas?”. Para tanto, pretende-se adotar uma solugao hibrida de aprendizagem
de maquina utilizando dados de campo e modelos computacionais. A utilizacao
de dados de campo € valiosa pois observa o fenbmeno analisado, neste caso
a degradacao de um equipamento aeronautico, quando sujeito as condicdes de
operacao de campo, que submetem o equipamento a variagdes e estresses am-
bientais que podem néo estar presentes em laboratorios.

Solucdes focadas em dados de campo (ou modelos fisicos) se valem de modelos
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de tendéncia, utilizando técnicas estatisticas e de aprendizado de maquina, bus-
cando correlacionar caracteristicas de observagdes com eventos. As solugdes
baseadas em modelos matematicos computacionais consideram os efeitos fisi-
cos de uma falha de um componente no comportamento do sistema através da
modelagem de ambos em alta fidelidade. Ambas as solugdes podem se benefi-
ciar de dados de sensores, seja para obter uma massa de dados para analises
estatisticas ou para validar e suportar o modelo matematico do sistema. Técni-
cas de aprendizado de maquina podem ser utilizadas em ambas as solucgdes,
para auxiliar na busca de um padrao que represente uma falha, ou na previsao
da vida util remanescente, baseada em dados histéricos reais aliados a dados
de modelo tedrico.

A principal contribuicdo cientifica deste trabalho é um método para melhorar a
deteccao de estados elevados de degradacao de um sistema submetido a gran-
des disturbios com o sistema de controle compensando em parte a degradacao.
A ideia principal é utilizar um modelo matematico computacional do sistema ana-
lisado, que apds a validacao frente a dados de campo, pode ser utilizado para
reproduzir voos com estados de degradacao conhecidos, enriquecendo a base
de dados de campo. Com uma base de dados mais completa, o desempenho
de algoritmos de aprendizado de maquina pode ser melhorado pois havera mais
exemplos para o treinamento. Além disso, existe o efeito do controlador: o sis-
tema analisado opera em malha fechada, o que pode dificultar (ou no minimo
atrasar) a identificagéo da falha e a previsao da vida util remanescente, visto que
as degradacdes podem ser compensadas pelo controlador.

Outras consideracdes incluem o fato de que parte da literatura ou analisa esta-
tisticamente os dados de sensores ou analisa modelos de alta fidelidade sepa-
radamente, apresentando lacunas cientificas para métodos que utilizam ambos
dados de campo e modelo juntamente. Outra possibilidade de contribuicao esta
no fato dos fenémenos e sistemas estudados na literatura apresentarem menos
aplicacdes reais, como questdbes humanas e de operacdo da linha aérea que
podem trazer desafios adicionais para o tratamento de dados. Com a utilizagao
de modelos computacionais fiéis, € possivel obter exemplos livres de influéncias
externas e focar na degradagao dos equipamentos e na operacao do sistema.

O modelo computacional pode permitir complementar o conjunto de dados na re-
gido do envelope que apresente poucos dados de campo. Dada a alta fidelidade,
€ possivel inserir diferentes niveis de degradacao no modelo com a certeza de
que uma dada falha ocorreu no momento desejado, o que auxilia a completar a



massa de dados a ser observada por técnicas direcionadas por modelo. O mo-
delo também pode ser utilizado para compreender as condi¢cdes de falha de voos
onde ha duvidas sobre o que a ocasionou.

1.3 Objetivo

O objetivo deste estudo é estimar o estado de degradacdo de um componente
aeronautico através da andlise de dados reais de campo aliados ao modelo ma-
tematico computacional do sistema. Os dados reais incluem sensores, relatérios
de manutencdo e mensagens geradas pelo sistema de monitoramento da aero-
nave.

O sistema a ser analisado foi 0 sistema pneumatico, responsavel pela sangria
de ar de estagios de alta pressdo do compressor do motor, pelo seu condici-
onamento e alimentagcdo dos sistemas de ar condicionado, de protecédo contra
gelo e de pressurizagéo de cabine. O ar sangrado do motor é denominado bleed
e possui temperatura e pressao elevadas. Um trocador de calor, uma valvula
moduladora de vazao de ar, um sensor de temperatura e um controlador sao uti-
lizados em um sistema de controle de temperatura para reduzi-la. A sua pressao
€ controlada por um sistema de controle de pressdo composto por uma valvula
reguladora de pressao conhecida como PRSQOV (Pressure Regulating Shut-Off
Valve), por um sensor de pressdao e um controlador. Esta valvula em particular
€ 0 objeto de estudo deste trabalho. Tipicamente essas valvulas sdo instaladas
na nacelle do motor, que coloquialmente € o capé do motor. Estando instaladas
nessa regiao, a PRSQOV é exposta a niveis elevados de vibracao e de temperatura
ambiente, bem como tanto por sua instalagdo como por sua fung¢ao, essa valvula
opera com pressdes e temperaturas elevadas em sua entrada. Além disso, 0s
constantes disturbios exigem que essa valvula seja modulada constantemente
durante o voo, contribuindo para seu desgaste.

O principal resultado esperado € uma estimativa precisa e robusta do estado do
estado de degradacéao, suportada por dados de campo de frotas aéreas e pelo
conhecimento da fisica do sistema para dar significado para a andlise estatistica
e de aprendizado de maquina. A principal dificuldade esperada é em relagédo
aos dados, que podem conter informagdes incompletas ou fora do envelope de
operagao normal.

Adicionalmente, uma comparacao entre os métodos mais classicos de aprendi-
zado de maquina poderd trazer informagdes valiosas sobre suas aplicabilidades
no campo de PHM, como Redes Neurais e Arvores de Classificacdo, por exem-
plo. Caso uma arvore apresente desempenho semelhante a uma rede neural
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para o caso estudado, a preferéncia se dara por técnicas mais simples, pois sao
mais faceis de projetar e compreender, além de apresentarem menor tempo de
processamento. Outra caracteristica considerada € a facilidade de acesso as re-
gras de aprendizado. Por exemplo, obter o raciocinio usado por uma arvore €
mais facil do que para um SVM, que se trata de uma técnica que nao permite
acesso trivial as suas regras de classificacao.






2 REVISAO BIBLIOGRAFICA

O objetivo deste capitulo € apresentar o estado da arte em relagéo ao escopo do
trabalho. E importante ter conhecimento das tecnologias estudadas, a fim de con-
tribuir de forma efetiva para o desenvolvimento tecnologico da area. Neste capi-
tulo sdo apresentados tépicos como PHM, técnicas de Aprendizado de Maquina,
métricas de desempenho, analises com dados de frota, modelagem computacio-
nal, além de questdes éticas e negociais dos tépicos estudados. O detalhamento
tedrico das técnicas utilizadas sera visto no Capitulo 3.

2.1 Prognostics and Health Management

Um dos objetivos das técnicas do Prognostics and Health Management (PHM)
€ descobrir se um determinado componente esta degradado, avaliando seu grau
de salde. E possivel, através de técnicas de aprendizado de maquina, deter-
minar se um componente estd degradado ou nao a partir de dados de voo e
registros de manutencdo (MOREIRA, 2012). O uso de dados de voo e registros
de manutencgao é especialmente util, pois estes dados podem revelar alteracdes
no comportamento de um equipamento com poucos equivocos.

Um dos conceitos da area de PHM é a Remaining Useful Life (RUL). De forma
simples, a RUL é uma predicao do tempo remanescente que um equipamento
tem antes de que possa exigir reparo ou troca. Ao levar tal conceito em conside-
racao, as equipes de manutencao podem otimizar o cronograma de manutencao
com o objetivo de reduzir o tempo em que a aeronave se encontra indisponivel.
Existem diversas técnicas para a predicdo da RUL (OKOH et al., 2014), com a
possibilidade de combina-las em uma unica solugdo. Além disso, seria possivel
aliar dados de campo e falha ao conhecimento do sistema por um especialista.
No entanto, sdo necessarios dados que vao até o momento da falha, visto que o
calculo da RUL é baseado em regresséo.

Um dos desafios do PHM é a grande quantidade de dados. Além do desafio do
tempo computacional para processar grandes quantidades de dados, nem toda a
colegéo de dados é util para analisar um determinado problema. Uma estimativa
da vida util restante de um componente pode ser obtida apenas analisando da-
dos de frota aliados a técnicas de aprendizado de maquina, como Redes Neurais
Artificiais (RIBEIRO, 2015). O especialista do sistema pode analisar as respostas
de um sistema saudavel e a de um com falha e definir quais sdo os indices que
mais influenciam na resposta do sistema a um determinado estimulo. Em parti-
cular, sistemas que possuem modelos matematicos se aproveitam de andlises
de sensibilidade para determinar a influéncia da mudanca de parametros em sua
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resposta.

Porém, pode ser desejavel estimar os parametros de falhas utilizando certos al-
goritmos, desde os simples como a regressao linear até os mais complexos como
as Redes Neurais Artificiais (PASCOAL, 2013). Dessa forma, é possivel obter re-
sultados mesmo que o analista ndo seja especialista no sistema, embora seja
altamente desejavel que este faca parte das analises. No entanto, na prética
nem sempre isso é possivel, devido a restricdes de tempo e orcamentarias.

Em certos casos, o analista ndo precisa ter conhecimento da procedéncia dos
dados nem de seu significado fisico para se capaz de estimar o tempo restante
para um certo evento (BAPTISTA, 2018). Apenas de posse de dados de sensores
censurados e relatorios de manutencao, é possivel realizar uma analise preditiva
da falha de um determinado componente se valendo de técnicas de aprendizado
de maquina. Contudo, esta analise é puramente estatistica. Em conjunto com o
conhecimento do sistema, uma estimativa mais precisa pode ser obtida. Além da
estimativa de vida util restante, é possivel também, de posse do modelo mate-
matico do sistema, identificar o tipo de falha, direcionando de forma mais precisa
as eventuais agdes de manutencao (CASTILHO, 2016).

Um dos passos mais importantes da analise € a minerag¢ao de dados. O volume
de dados gerado pelos sistemas de gravacao de dados da aeronave é enorme
e novos dados sao gerados a todo momento, e algumas técnicas podem auxiliar
os analistas em selecionar os dados mais significativos. Uma dos mais efetivas é
a analise de clusters. Tais técnicas de mineragdo de dados quando utilizadas nos
dados de leituras de sensores registrados na aeronave sao capazes de identificar
indicadores precursores de falhas (LIMA, 2017).

E possivel se valer da utilizagdo conjunta de modelo computacional e dados
de voo em tempo real sem utilizar aprendizado de maquina (WANG, 2012). Ao
comparar a saida esperada de um modelo computacional com o dado lido de
sensores em tempo real, é possivel prever certos eventos em um futuro préximo
e tomar agdes corretivas no mesmo voo. Contudo, é desejavel sempre prever
a falha com mais tempo de antecedéncia, para que as agdes corretivas sejam
tomadas em solo antes do voo.

Certos sistemas permitem que o PHM seja utilizado de forma ativa, formando o
conceito de Life Extending Control (LEC) (RAY, 2001). Utilizando um controlador
classico (como PID, Proporcional Integral Derivativo) em conjunto com técnicas
de aprendizado de maquina, € possivel obter um balanco entre desempenho e
vida util, especialmente de componentes vitais que trabalham sob grande es-
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tresse, como € o caso de foguetes e estruturas de aeronaves de asa rotativa.

A vida util de um equipamento é geralmente estimada durante seu desenvolvi-
mento (GUO, 2001). Certos componentes sdo mais importantes em analises de
fadiga, principalmente os rotativos localizados em regides de alto estresse tér-
mico. Por razdes de segurancga, o limite de troca de certas partes € conservativo,
mesmo que ndo sejam apresentados sinais de degradacao no momento da troca.
Um prognéstico mais preciso pode evitar trocas desnecesséarias e aumentar o li-
mite de vida do equipamento. Utilizando modelos matematicos e computacionais
de um sistema, aliados a controles ativos e analises de sensores e relatérios de
manutencao, € possivel entdo estender o limite de vida e detectar falhas de forma
preditiva.

No entanto, os resultados destes tipos de analises geralmente produzem curvas
unidimensionais de saude de um componente, que podem ser utilizadas para
quantificar a degradacéo. O uso de Redes Neurais Recorrentes torna possivel
a extracdo de mais informagdes (SHAHID; GHOSH, 2014), que podem fornecer
uma maior introspec¢ao na dindmica das falhas de sistemas complexos.

Os maiores desafios na detec¢do de anomalias e falhas na area da aviacao se
devem ao fato de que os dados apresenta alto volume e dimensionalidade, sao
heterogéneos, multi-modais e temporais (BASORA et al., 2019). Técnicas clas-
sicas como vizinho mais préximo e clustering nao apresentam bons resultados
para dados com alta dimensionalidade, a ndo ser que alguma técnica de pré-
processamento seja utilizada (VIANNA et al., 2015).

Outro grande desafio da area de PHM é definir um indicador de degradacgéo de
um sistema complexo, como o de controle de fornecimento de ar condicionado.
Como existem diversos parametros de desempenho, é necessario uma técnica
gue os combine em um unico indicativo de saude, em vez de possuir um indica-
dor para cada componente do sistema. Uma possivel solugao seria uma estima-
tiva de estados multi-variavel (SUN et al., 2019a). A vantagem deste método é
que diversos parametros que caracterizam falhas do sistema podem ser combi-
nados em um unico indicador, além de ser uma técnica baseada em dados de
campo e ndo em modelos computacionais.

Um dos problemas que podem atingir a &rea da aeronautica séo as agdes de ma-
nutencao imperfeitas (HU et al., 2018), pois € geralmente assumido que acdes
de manutencao reiniciam os niveis de taxas de degradacao, o que nem sem-
pre é verdade. Para contornar este problema, uma modelagem estocastica pode
ser utilizada, estimando uma degradacao residual pés-manutencao através da
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estimacao da verossimilhanca maxima. Parametros de degradacdo podem ser
estimados por meio da analise de dados sem conhecimento do sistema através
da funcédo de densidade de probabilidade, que por sua vez sao utilizados para
estimar a vida util remanescente.

Além de trabalhar com dados puros, o PHM também pode ser utilizado em con-
junto com modelos computacionais de componentes, onde a fisica destes é re-
presentada em alta fidelidade, permitindo a analise de falhas via modelo compu-
tacional apenas (TAN et al., 2013). Ao desenvolver os modelos dos componen-
tes, € possivel incluir em seu projeto a representacdo mateméatica da evolucao
da falha. Tal representacao pode auxiliar o algoritmo de PHM ao fornecer dados
preciso sobre falhas desconhecidas em campo, para que agdes de manutencao
possam ser tomadas antes que existam dados reais sobre uma falha especi-
fica, além de fornecer informacdes sobre a evolucao da falha de equipamentos e
sistemas inseridos em produtos novos.

As etapas do processo de progndéstico de saude geralmente podem ser dividi-
das em aquisicao de dados, construcao de um indicador de saude, divisao dos
estagios de degradacao e calculo da vida util remanescente (LEI et al., 2018).
Aquisicao de dados captura os dados de sensores instalados no sistema. Alguns
problemas afetam este estagio, como falta de dados de degradacao de longo
prazo, interferéncia externa, dados proprietarios nao disponiveis ao desenvolve-
dor do sistema de PHM e o fato de que tais sistemas raramente sdo permitidos
que rodem até a falha sem antes passar por uma acédo de manutencao. Geral-
mente, é dificil inferir o grau de dano de um sistema. Para equipamentos industri-
ais, paradas frequentes para inspecao nao sao permitidas, e mesmo em paradas
programadas, a inspec¢ao pode nao atingir um nivel profundo o suficiente para
detectar certas falhas e alguns componentes podem apresentar modos de falha
complicados.

Os sinais capturados pelos sensores podem ser utilizados para construir um in-
dicador de saude do sistema capaz de fornecer informagdes sobre a condigao
do sistema, simplificando o processo de PHM e produzindo resultados precisos.
Duas questdes partem deste problema: como construir um indicador e como
avalia-lo. (HU et al., 2012) propde utilizar dois indicadores, o PHI (Physics Health
Indicator) e o VHI (Virtual Health Indicator). O PHI utiliza primariamente uma va-
riavel fisica, obtida através de um sensor, para inferir a saude do componente ou
sistema, tipicamente utilizando métricas como RMS. A limitacédo € que tais sinais
devem estar diretamente relacionados a fisica da falha que se pretende captu-
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rar. JA os VHIs sdo obtidos através da aplicacao de diversas operacdes sob os
PHIs. Tais operagbes podem ser desde simples transformacdes lineares até a
aplicacao de PCA (Principal Component Analysis) (WIDODO; YANG, 2011).

Algumas caracteristicas dos indicadores de saude podem auxiliar no desempe-
nho do sistema de PHM. Uma destas caracteristicas é a monotonicidade (JAVED
et al., 2015). Dado que a degradacao dos equipamentos € irreversivel sem acdes
externas, um indicador deve, idealmente, ser monotdnico. Outras caracteristicas
incluem robustez, visto que as medidas dos sensores devem estar livre de rui-
dos e flutuagdes aleatérias antes de serem fornecidas para o sistema de PHM.
A capacidade do indicador de capturar a tendéncia de degradacgéao ao longo do
tempo também é importante, bem como a capacidade do indicador de identificar
uma falha especifica. Algumas métricas podem ser baseadas em mais de um
indiciador de salide (MOSALLAM et al., 2016), sendo desejavel que haja algum
tipo de correlagéo entre tais indicadores.

A degradacao dos equipamentos e sistemas pode ser dividida em diversos esta-
gios de saude (PELLEGRINO et al., 2016). Alguns tipos de equipamentos apre-
sentam degradacao linear ao longo do tempo. Para estes tipos, ndo € necesséria
nenhum divisdo. Porém, alguns tipos de equipamentos apresentam tendéncias
de degradacao diferentes, sendo dificil inferir o0 estado de degradagédo durante
o estagio saudavel, pois o sistema funciona dentro do esperado. Quando a de-
gradacao atinge um nivel critico, o desempenho do sistema pode cair abrup-
tamente, exigindo a¢des de manutencao o mais rapido possivel. Outros equipa-
mentos/sistemas apresentam estagios discretos de degradacao. Até certo ponto,
a degradacao é estavel, mas esta tende a aumentar bruscamente e entédo se
manter estavel até certo ponto, quando aumenta novamente e entdo se mantém
estavel.

2.2 Aprendizado de maquina

Alguns métodos para a estimacgéo do estado de degradacao de um equipamento
incluem técnicas de aprendizado de maquina, capazes de compreender rela-
cbes complexas que talvez sejam dificeis de se expressar através dos métodos
anteriores. Algoritmos de aprendizado de maquina mais comuns que foram ex-
plorados neste trabalho incluem Arvores de Decisdo, Redes Neurais Atrtificiais e
SVM (Support Vector Machines)

Uma das técnicas de aprendizado de maquina mais populares no campo de
estudo do PHM sao as Redes Neurais Artificiais, mais especificamente as redes
profundas. Estas ultimas sdo particularmente efetivas para extrair informacdes
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de dados de alta dimensionalidade, mas o fato de que as regras de classificacao
ou regressdo nao podem ser acessadas pode tornar os resultados da técnica
dificeis de serem interpretados com sucesso (BAPTISTA, 2018).

As chamadas maquinas de aprendizado extremas (HUANG et al., 2004) sdo um
tipo de Rede Neural Artificial com uma Unica camada escondida capaz de tornar
a etapa de aprendizado mais rapida do que redes neurais convencionais. A van-
tagem deste tipo € que a camada escondida pode conter funcdes de ativacao
néo-diferenciaveis e ndo é propensa a cair em minimos locais. Tais redes podem
ser utilizadas em conjunto com filtros de particulas para atingir previsées de vida
util remanescente de certos equipamentos eletrénicos (SUN et al., 2019b). Os
filtros sao utilizados para definir 0 conjunto dos pesos de entrada da rede ex-
trema. Para a previsdo da vida util remanescente de baterias aeronauticas, este
método se mostrou acurado, no entanto para outras aplicacdes o desempenho
das maquinas de aprendizado extremas ainda deve ser verificado.

Outro tipo de Rede Neural Artificial que possui aplicagdes na area de PHM séo
as redes LSTM (Long Short Term Memory), propostas por (HOCHREITER; SCH-
MIDHUBER, 1997). LSTM sao um tipo de rede neural recorrente que permite que
o gradiente retro-propagado permaneca sem modificacdo ao longo das iteragdes
do processo de treinamento, eliminando o problema do mesmo tender a zero.
Uma possivel aplicagdo é a estimativa de vida util remanescente de baterias de
ion de litio utilizadas em satélites (WANG et al., 2018). Aqui também é demons-
trada a importancia do conhecimento do especialista para a area de PHM, pois
os dados de treinamento do algoritmo de aprendizado de maquina provém de
um ajuste polinomial de uma variavel que dita a saude do equipamento. Sem
o especialista, fica dificil identificar quais variaveis devem ser monitoradas para
inferir a saude do equipamento ou sistema.

Support Vector Machine (SVM) é uma técnica de aprendizado de maquina base-
ada em dados estatisticos (CORTES; VAPNIK, 1995). E possivel analisar as tra-
jetorias entre hiperplanos para estimar o estado de degradacéao e a velocidade de
degradacéo de sistemas complexos (GALAR et al., 2013), obtendo diversas esti-
mativas de estado de degradacao para diferentes componentes e combinando-as
em uma unica estimativa global de um sistema. O trabalho de (WIDODO; YANG,
2011) apresenta uma forma modificada de SVM denominada Relevance Vector
Machine (RVM), que prové uma interpretacdo probabilistica de suas saidas. Tal
técnica se mostra capaz de prever o estado de degradacéo, mas por se tratar de
uma técnica primariamente estatistica, pode ser propensa a overfitting em esta-
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gios de degradacao inexistente ou baixa. O SVM é geralmente utilizado aliado
a outras técnicas, como o caso da Auto-Regressive Integrated Moving Average
(ARIMA) (LASHERAS et al., 2015), que se trata de uma generalizacdo da mé-
dia mével auto-regressiva. E possivel utilizar o ARIMA para prever valores de
entrada de um algoritmo de aprendizado de maquina SVM (ORDONEZ et al.,
2019), obtendo resultados mais acurados do que se apenas utilizando tais técni-
cas separadamente.

2.3 Meétricas de desempenho

Uma etapa importante da analise do estado de degradacao é o estabelecimento
de métricas para o desempenho da estimagao. E possivel identificar trés tipos de
métricas: aquelas baseadas em verdades fundamentais; as que dependem de
dados de falha e troca; e as que dependem de apenas de dados de campo.

As verdades fundamentais sdo medidas estatisticas classicas, utilizadas para
medir erros ndo apenas de previsdes, mas de modelos em geral. O Root Mean
Square Error RMSE e o intervalo de confianca podem ser utilizados para medir
indicar os erros da previsdo de modelos de estimag&o de vida util remanescente
e estado de degradacao (YANG et al., 2016). O horizonte de previsao é definido
como o tempo entre o instante no qual os resultados da previsao satisfazem um
determinado critério de desempenho e o fim da vida do componente (SAXENA
et al., 2010). Para tal métrica, quanto maior o horizonte de previsdo, maior é a
credibilidade da estimativa. E desejavel medir a acuracia da previsdo em tempos
futuros, para tanto pode ser utilizada uma métrica que representa a qualidade
da previsdo (SAXENA et al., 2010), que representa quanto de uma previsao cai
em um determinado limite de precisdo da verdade fundamental a um determi-
nado periodo. A acurdcia relativa € baseada no erro relativo da previsédo do es-
tado de degradacdo em um determinado tempo. As métricas anteriores medem
o desempenho em um Unico ponto no tempo. Para fornecer uma métrica mais
compreensiva, é possivel atribuir pesos e criar uma acurécia relativa acumulada.

As métricas dependentes de dados de falha utilizam uma base de dados de com-
ponentes similares ou que apresentam comportamento similar. Estes métodos
capturam perfis de degradacao e os comparam com dados medidos do sistema
para determinar qual perfil de degradacdo mais se assemelha. E possivel anali-
sar a trajetoria da degradacéao e a transicao entre diferentes perfis de degradacéao
para inferir informacdes sobre o comportamento do sistema analisado (CHAO et
al., 2021). Contudo, nem sempre é possivel obter dados em quantidade e quali-
dade suficientes para se conduzir tais andlises. A técnica Step-Stress Accelera-
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ted Degradation Analysis (SSADL) reduz o custo experimental e fornece resul-
tados bons mesmo quando ha falta de dados (TSENG; WEN, 2000). Contudo, é
desejavel ter em mente outras consideracdes, como variabilidade da degradacéao
ao longo do tempo, variabilidade dos indices de degradacao em diferentes uni-
dades do sistema e erros de medi¢cdes. Uma possivel solugdo seria baseada no
conceito de FHT First Hitting Time em conjunto com algoritmos genéticos (HAO
et al., 2018).

O trabalho de (WANG et al., 2019) traz a ideia de que a vida de um equipamento
pode ser definida pelo FHT do momento em que o processo de degradagao cruza
um certo limite de falha. Tal método leva em consideracdo as incertezas dos
processos operacionais e pode trazer resultados mais precisos do que apenas a
previsao de alguns passos futuros na vida do componente ou sistema.

E possivel mapear dados gravados de eventos do sistema utilizando um sistema
SCADA (Supervisory Control And Data Acquisition) em um vetor binario, permi-
tindo a avaliacdo de dependéncia entre diferentes eventos (HERP et al., 2018).
A partir destes dados, um algoritmo de transi¢cdo de estados pode ser utilizado
para estimar estados futuros com base em estados atuais, 0 que proporciona
uma ideia da degradacdo de um sistema em um determinado ponto futuro, a
partir do qual é possivel estimar o estado de degradacao utilizando inferéncia
bayesiana.

As métricas mencionadas dependem de dados passados ja existentes, sendo
consideradas portanto como métricas offline. Existem métricas baseadas em me-
dicdes disponiveis em tempo real, sendo assim consideradas métricas online. Os
modelos de degradacgao recentes em sua maioria possuem perfil de degradacao
de dimensé&o Unica e € analisado apenas um equipamento ou sistema. Na reali-
dade, muitas vezes é desejavel obter métricas multi-variaveis de desempenho do
sistema, como modelos de degradacdo marginal para diferentes deterioragdes,
uma estrutura para modelagem de dependéncias de falhas e consideracédo de
erros de medicao (PENG et al., 2019). Tal modelo de trabalho pode ser capaz de
prever o estado de degradagdo com maior precisao, devido ao maior numero de
informacdes disponiveis tratadas adequadamente.

Um possivel método para a estimagao do estado de degradagcao de sistemas
complexos de forma online € utilizar variagées do método de Monte Carlo, como
combinagdes com cadeia de Markov e Monte Carlo sequencial, em conjunto com
modelos de espaco de estados e inferéncia bayesiana (HU et al., 2018). Tal ideia
parte da premissa que o processo de degradacao € estocastico, continuo e nao
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reversivel. O estado de degradacao é entdao estimada com base na degradacao
dos estados comparados com um limite estabelecido pelo especialista. Contudo,
tal método pode ser suscetivel a erros de medicéo.

Ao aliar modelos matematicos, modelos empiricos e conhecimento tedrico dos
mecanismos de falha, € possivel obter uma previsdo do estado de degradacao
e da vida util remanescente de um sistema sem dados de falha prévios (AL-
MOHAMAD et al., 2020). Tal abordagem se vale de uma variacao do filtro de
Kalman chamada de Adaptive Joint Extended Kalman Filter (AJEKF) para esti-
mar os estados e parametros a partir de um modelo global, se se trata de uma
juncdo de um modelo tedrico com um modelo empirico. O fim da vida de um
sistema pode ser estabelecido teoricamente por um humano, seja por desempe-
nho do sistema ou por requisito de autoridades reguladoras. Mesmo ndo sendo
vital, a utilizacdo de dados de campo que incluam falhas pode ajudar a atingir
previsdes mais precisas.

Quando analisando o estado de degradagéo de sistemas, um problema que vem
a tona sao as dependéncias entre as degradacdes dos diversos equipamentos
gue compde o sistema. Tal fato é agravado pois geralmente algumas degrada-
cbes podem ser mascaradas por outras, tornando o estudo das relagbes entre
tais degradacées uma parte importante da previsdao do estado de degradacéo.
Uma possivel solu¢do mapeia essas relagdes em uma matriz de difusao de coe-
ficientes (Xl et al., 2018) em conjunto com o filtro de Kalman sequencial.

2.4 Dificuldades de implementacao

Algumas dificuldades praticas da implementacao de sistemas de PHM foram es-
tudadas por (MARTIN et al., 2019). Uma primeira anélise deve definir quais mo-
dos de falhas um sistema pode encontrar e se 0s sinais que os detectam estao
disponiveis e quais sensores podem ser adicionados ao sistema. Um dos maio-
res problemas praticos seriam os casos de sinais ndo disponiveis, porém instru-
mentais para o monitoramento do PHM. Outra parte importante de um sistema de
PHM s&o os modelos de alta fidelidade, capazes de representar a operagao nor-
mal de um componente, bem como seus modos de falha. Um ponto de atencao
seria a validacao de tais modelos, mesmo que sejam realisticos. Tal validacao
pode ser feitas via teste em voo, mas estes tendem a ser caros e demorados.
Uma alternativa sdo os testes em bancada, ou na industria aerondutica, é possi-
vel utilizar o iron bird, uma estrutura onde os principais componentes de diversos
sistemas da aeronave sdo instalados em localiza¢cdes no espaco relativas a pro-
pria aeronave. Tal estrutura é utilizada para obter dados de ensaio durante o
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projeto de uma aeronave, e pode ser utilizada para validar os modelos de alta
fidelidade que fazem parte do sistema completo de PHM.

A tarefa fundamental do PHM é o progndstico, que se trata de prever com con-
fianca a falha de um determinado sistema ou componente. Caso a previsao do
estado de degradacao seja confiavel e precisa, as agdes de manutencao podem
ser planejadas em tempo real, evitando perdas econémicas relacionadas a pa-
rada de equipamentos. Existem diversas abordagens possiveis para este fim,
mas elas podem ser divididas em trés tipos: baseadas em modelos computacio-
nais, baseadas em dados de campo e hibridas (XIA et al., 2018).

2.5 Modelos computacionais baseados na fisica

Modelos computacionais baseados na fisica se valem de modelos matematicos
que descrevem o comportamento de equipamentos e sistemas. Para utilizar tais
modelos em andlises de previsdo do estado de degradacéo, € necessario ter
conhecimento da fisica da falha, que involve a determinacdo do dano cumula-
tivo baseado em observacdes de sensores e parametros do modelo. Ao se valer
de modelagem de fisica da falha, & preciso manter em mente alguns requisitos:
monitoramento de parametros criticos, simplificacdo de dados e determinacao
de ciclos antes que a falha ocorra (RAMAKRISHNAN; PECHT, 2003). O uso de
modelos baseados na fisica pode ser util em situagdes onde precisao tedrica
€ necessaria, como a introducéo de falhas e a consideracao de diferentes con-
digbes operacionais. Aléem disso, devido a incorporagdo do entendimento fisico
do sistema ou equipamento, a mudanca de caracteristicas de treinamento de
algoritmos de aprendizado de maquina é relativa a mudanca de parametros do
modelo (AHMADZADEH; LUNDBERG, 2013).

Modelos computacionais podem ser aliados a modelos de degradag¢do como fil-
tros de particulas para prever o estado de degradacéo, sendo um dos tipos pos-
siveis um filtro de Bayes baseado em simulacées de Monte Carlo (SUN et al.,
2019). O filtro de particulas tem como base o modelo de estados e realiza a
previsao baseado em dados histéricos de medi¢do a priori e em conjunto com o
modelo computacional baseado na fisico da degradacao do equipamento, atua-
liza a previsdo a posteriori para atingir maior confiabilidade. A vantagem é que
dispensa dados de falhas e por utilizar modelos fisicos e filtros, ndo ha problemas
de overfitting de dados de treinamento.

Outro uso de modelos computacionais € a habilidade de projetar indicadores de
saude, que devem ter significado fisico claro. Utilizando técnicas como Redun-
dancia Analitica (VERDIERE et al., 2015), constroem-se indicadores de satde
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cuja taxa de desvio da norma demonstra a degradacao. De posse dos indicado-
res, a tendéncia da degradacao pode ser modelada via processos de Markov em
conjunto com filtro de Kalman para a estimacgao do parametro de desvio (DJEZIRI
et al., 2020).

Modelos matematicos de sistemas fisicos podem ser validados caso existam mo-
delos experimentais, mesmo que simplificados. A parametrizacdo do modelo ma-
tematico € em parte caracteristicas fisicas do sistema, como comprimentos, mas-
sas e angulos. Outras técnicas sdo conhecimento de especialistas e observacao
do modelos experimental (CUSUMANO et al., 2002). Com o modelo validado,
degradacdes podem ser introduzidas e simuladas.

Modelos matematicos validados com dados experimentais podem ser utilizados
também em casos onde um experimento de escala é impossivel de um ponto
de vista de seguranca ou financeiro (SONG et al., 2015), como em analises de
desastres como incéndios. No entanto, novamente um conhecimento matema-
tico detalhado do sistema fisico é necessario, bem como a representagéo fiel do
experimento na fase de validagéao.

Entretanto, estes trabalhos utilizam modelos experimentais simples e em ambi-
entes controlados. Para dados de operacao real, especialmente na dera aeronau-
tica, a literatura carece de contribui¢cdes. Dados sao propriedade das empresas
gue detém a posse das aeronaves, sejam protétipos dos fabricantes ou aerona-
ves de série das linhas aéreas. Dados dos gravadores das aeronaves das linhas
aéreas salvam dados em frequéncias baixas para evitar tamanhos excessivos
de arquivos. Esta escolha pode afetar a validagdo de modelos, especialmente
guando existe um controlador, pois certas dindmicas de fenémenos fisicos po-
dem apresentar respostas em frequéncia elevada.

2.6 Modelos baseados em dados de campo

Enquanto as abordagens de modelos computacionais baseados na fisica pro-
vém bons resultados, existe a necessidade de uma compreensao profunda do
comportamento fisico. Abordagens baseadas em dados tendem a possuir maior
flexibilidade de aplicacdo. Uma das abordagens possiveis € o modelo Weiner,
aplicado a sistemas que apresentam degradacao continua. Modelos de previsao
de vida util remanescente podem ser baseados na degradacdo do componente
ou sistema, como € o caso do processo Weiner, caracterizado pelo movimento
Browniano. Diversos fatores que afetam a degradacdo de um equipamento ou
sistema podem ser descritos pelo processo Weiner, como ndo-linearidade, vari-
abilidade, covariacdo e multi-variagdo (ZHANG et al., 2018). Adicionalmente, o
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processo Wiener é capaz de modelar degradacgdes lineares e nao-lineares, visto
gue alguns sistemas apresentam degradacao acelerada em seus estagios finais
de vida.

O movimento Browniano pode ser utilizado para estimar o processo de degra-
dacdo de equipamentos, sendo o estado de degradacédo dependente de certos
parametros como desvio e escala, que podem ser estimados em conjunto com
um filtro de particulas (DONG et al., 2018), estimando de forma online os para-
metros do modelo baseado no movimento Browniano. A previsdo do estado de
saude e do estado de degradacao se mostram satisfatérias com esta técnica.

Sistemas de prognéstico de falha podem ser utilizados com dados de pos-
processamento, quando a leitura de dados online nao é possivel, como em al-
guns casos da industria automotiva (GROSSO et al., 2020). Ao analisar dados
operacionais, identificando ciclos de funcionamento, é possivel construir uma re-
lac&o entre os diferentes modos de falha e as respectivas severidades ao consul-
tar um especialista. Aliado a um modelo capaz de descrever o processo fisico,
lacunas onde faltam dados podem ser preenchidas e um modelo baseado em
dados apresenta uma maior efetividade.

Um dos desafios de modelos baseados em dados é a qualidade e quantidade
dos dados, que frequentemente apresentam ruido, falta de dados para todas as
condicoes, outliers, etc. (LIU; ZIO, 2018). Para lidar com este problema, algu-
mas técnicas de aprendizado de maquina podem ser combinadas, como k-NN
e légica difusa. A aplicacédo de tais técnicas juntas permite escolher os pontos
mais relevantes do conjunto de treinamento, separando aqueles que seriam re-
almente Uteis no processo de identificagdo de falhas e estimagcao do estado de
degradacéo.

2.7 Modelos hibridos

Para melhorar a estimacao da estado de degradacgao, algumas abordagens com-
binam modelos fisicos com modelo de dados, criando uma abordagem hibrida. E
possivel utilizar o modelo computacional baseado na fisica para prever o estado
de degradacao e o modelo de dados para monitorar a degradacao (SUN et al.,
2018). Em conjunto com sinais provenientes de sensores, 0 modelo de dados
pode ser capaz de relacionar o estado atual do equipamento com o nivel de de-
gradacao estimado pelo modelo computacional. O estado de degradacao pode
ser estimada por um processo Weiner que |é€ os dados do modelo hibrido.

Um dos pontos importantes da estimagéo do estado de degradacao é a maneira
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de quantificar sua confiabilidade. Diferentes abordagem de previsao podem ser:
filtros de particulas aplicados a modelos fisicos, modelos empiricos treinados
com observacdes de degradacdo de sistemas similares e modelos empiricos
treinados com dados de degradacdo do sistema exato de interesse. Um dos
problemas levantados por modelos por modelos fisicos seriam as imprecisées
e simplificagdes do modelo matematico, que se propagam ao longo da analise,
principalmente em casos de interacao entre degradacdes. Uma possivel solu-
cao seriam filtros de particulas para estimar estados desconhecidos e a adicao
de ruido para considerar fendbmenos ndo representados pelo modelo que afe-
tam sua reposta, como ruidos presentes em equipamentos reais. Na abordagem
baseada em observacoes diretas da degradacao, é importante a diversidade de
dados para que o algoritmo de aprendizado de maquina seja capaz de inferir o
comportamento correto. Sem uma quantidade adequada de dados, talvez exista
a necessidade da construcdao de um modelo empirico para cobrir as areas onde
n&o ha dados (BARALDI et al., 2013).

Dados medidos de degradacédo também podem ser utilizados para validar mode-
los fisicos, principalmente em processos onde a acao de reparo também é uma
degradacdo em si, como na previsao de degaste de rodas de veiculos ferrovia-
rios (ZENG et al., 2020). Modelos de degradacéo e de reparo podem produzir
uma quantidade de dados suficiente para uma andlise de Monte Carlo, com seu
resultado validado por observagdes da degradacgao real, em uma abordagem hi-
brida indireta, onde a contribuicao da parte direcionada por dados de sensores é
um suporte para a parte baseada em modelos.

Informacgdes sobre o processo de degradacao podem ser obtidas através de ins-
pecoes periodicas (NGUYEN et al., 2018), porém a frequéncia de tais inspecdes
pode incorrer em um alto custo monetario e poucas inspegdes podem implicar
em falta de informagdes sobre o processo de degradacéo.

2.8 Filtragem

Técnicas de filtragem podem ser utilizadas com conjunto com algoritmos de
aprendizado de maquina para melhorar a previsdo. Técnicas simples como a
média movel podem ser utilizadas em conjunto com aprendizado incremental
para inferir 0 estado de carga de baterias de ion de litio (WANG et al., 2023),
com a média moével operando na remoc¢ao do ruido da medicdo. A média movel
ainda é utilizada em aplicacdes médicas de estudos epidemiolégicos, com mo-
delos de séries temporais ARIMA e SARIMA (ARUNKUMAR et al., 2021) para
prever a dindmica de modelos estatisticos de aprendizado de maquina. Filtros
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convolucionais podem ser utilizados juntamente com técnicas de aprendizado
de maquina extremo, reduzindo drasticamente o tempo de treinamento de redes
neurais profundas (SANTOS et al., 2019).

Média mével ponderada foi utilizada para suavizar indices extraidos de dados de
processamento de minerais, em conjunto com aprendizado nao-supervisionado
para prever a dureza de minerais a partir de sua composi¢cdo geoquimica
(HOUSHMAND et al., 2023). A média mével pode ser utilizada em conjunto do
critério de maxima diferenca de coordenada para detectar e classificar falhas em
linhas de transmisséo de alta tensdo. O maximo ainda foi utilizado para extrair
indices para o aprendizado (FARSHAD; KARIMI, 2021).

A média movel ponderada exponencialmente traz melhorias para classificadores
que lidam com quantidades grandes de dados em tempo real, ajudando na tarefa
de monitoramento de taxa de erros de classificacao (ROSS et al., 2012). Esta téc-
nica também pode ser utilizada em conjunto com Redes Neurais Atrtificiais para
controle de processos atomicos de semicondutores mais eficientes, provendo
caracterizacao e controle para métricas de producao (TOM et al., 2022).

Filtros baseados na mediana mével podem ser preferidos em relacao aos basea-
dos na média mével quando os dados apresentam uma alta frequéncia de ruidos
de impulso (REIBENSPIES, 1998). Ambas média e mediana méveis foram utili-
zadas em conjunto com um algoritmo de aprendizado de maquina, o SVM, para
determinar o nivel de combustivel em tanques veiculares sob condigdes dina-
micas, provando que o pré-processamento dos dados com os filtros antes da
aplicagdo do SVM realmente traz um resultado melhor do que sem a utilizagao
de filtros ou com apenas os filtros (TERZIC et al., 2010).

O filtro baseado no desvio padrao possui aplicacdes para monitoramento de pre-
cisdo analitica, detectando aumento para medidas de alto risco com baixa va-
riacdo na area meédica (KALITA; LYAKHOV, 2022). Outras aplicagdes incluem o
processamento de sinais acusticos para atenuacao de ruido e eventual localiza-
céo de fontes sonoras (PENHALE; BARNARD, 2020), sendo o papel do desvio
padrao mével prover uma estimativa da direcao do sinal.

Filtro de Kalman em conjunto com aprendizado de maquina pode ser utilizado
para resolver de forma mais eficiente o problema de falta de dados em problemas
de regressao e previsao de séries temporais, reduzindo o efeito de colinearidades
multiplas (NOBREGA; OLIVEIRA, 2019). O filtro de Kalman pode ser utilizado em
conjunto com outros filtros, como a mediana moével, para projetar algoritmos de
determinacao de distancias para robds industriais, aumentando o desempenho
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em relagdo as técnicas convencionais (KALITA; LYAKHOV, 2022).
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3 TEORIA

Ao longo das préximas sec¢des, serdo apresentados os fundamentos matemati-
cos necessarios, bem como suas referéncias, para o desenvolvimento do traba-
Iho.

3.1 Redes Neurais Artificiais

Redes Neurais Artificiais (RNA) sdo redes computacionais inspiradas em sis-
temas nervosos bioldgicos, compostas de elementos simples que operam em
paralelo (HAYKIN, 1998). Uma RNA é capaz de armazenar informacdes através
de um processo denominado treinamento, um processo de ajuste dos pesos das
conexdes entre os neurdnios. Tipicamente, no treinamento supervisionado ha
um mapeamento de entradas de um processo por saidas desejadas. Também
existe a possibilidade de um treinamento n&o supervisionado, que usualmente é
utilizado para identificar grupos de dados.

A estrutura geral de um unico neurdnio € ilustrada na Figura 3.1. Um conjunto
de entradas é multiplicado por um conjunto de pesos e pode ser adicionado um
viés escalar, também chamado de bias. Esta soma, por sua vez, passa por uma
funcao de transferéncia e a saida desta é a saida do neurénio.

Figura 3.1 - Estrutura de um neurénio artificial.
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Fonte: Demuth e Beale (2000).

Sendo assim, a Equacgéo 3.1 € a saida de um neurdnio sozinho.

y=fQ_w-p+0) (3.1)
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Uma rede é formada de diversas camadas de neurbénios. Cada camada tem a sua
propria matriz de pesos, um vetor de bias e um vetor de saidas. Tal conceito pode
ser observado na Figura 3.2. Um neurénio sozinho é denominado perceptron.
Uma rede de diversas camadas de diversos perceptrons é denominada Multi
Layer Perceptron, ou MLP.

Figura 3.2 - Rede neural multi-camadas.
Camada 1 Camada 2 Camada 3

Fonte: Demuth e Beale (2000).

E notavel que as saidas de uma camada sdo as entradas da camada seguinte. As
camadas de uma rede tém diferentes funcdes. A primeira é denominada camada
de entrada. A Ultima é a camada de saida. As intermediarias sdo denominadas
camadas escondidas. As funcdes de transferéncia contidas em cada neurénio
podem ser de diversos tipos, sendo as mais comuns ilustradas na Figura 3.3.

Figura 3.3 - Funges de transferéncia.

DEGRAU LINEAR SIGMOIDE
Fonte: Demuth e Beale (2000).

Neurdnios com funcao de transferéncia do tipo degrau sao geralmente utilizados
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em redes de classificacao, a fungao linear é usualmente utilizada para tratar pro-
blemas de filtragem de sinais ruidosos e a fungéo sigmoidal € usada comumente
em algoritmos de retro-propagacao, por ser derivavel.

Uma das propriedades mais importantes de uma RNA é a capacidade de apren-
der e melhorar seu desempenho quando confrontada com um problema. O
aprendizado é um processo iterativo de ajuste dos pesos das sinapses com o ob-
jetivo de obter o menor erro possivel. O treinamento € possivelmente concluido
guando a RNA atinge um desempenho aceitavel para uma entrada generalizada,
pois existem outros critérios de parada. No aprendizado supervisionado, a rede
conhece as saidas desejadas e aplica o fator de correcdo com o objetivo de
diminuir o erro entre saida real e saida desejada.

Para redes de multiplas camadas, um dos algoritmos mais comuns para o treina-
mento é o de retro-propagacao (backpropagation), que se trata de um algoritmo
de descida de gradiente onde o0s pesos da rede sao alterados na direcdo nega-
tiva do gradiente da funcdo de desempenho. O nome retro-propagacao é devido
ao fato de que os pesos sao corrigidos da Ultima camada para a primeira.

Um algoritmo simples de retro-propagacao do erro pode ser descrito pela Equa-
cao 3.2.

Wi+1 = Wi — szz (32)

Onde w é a matriz de pesos e bias, L € a taxa de aprendizado e V € o gradi-
ente da uma funcéo de perda. O gradiente pode ser calculado principalmente
de duas formas: incremental, onde os pesos sao atualizados a cada exemplo
entrada-saida apresentado ou por batelada (batch), onde os pesos sao atualiza-
dos depois que todos os exemplos de entrada sao apresentados a rede.

3.2 Arvores de classificacdo e regressio

Existem muitos tipos de algoritmos de arvores, mas este trabalho ira utilizar o
CART (Classification And Regression Trees): Arvores de Classificacdo e Regres-
sdo. CART sao métodos que utilizam dados de exemplo (treinamento) para cons-
truir arvores de decisdo - que por sua vez classificam dados novos (TIMOFEEV,
2004).

CART respondem a perguntas bindrias, por exemplo “a pressdo é maior do que
30 psi?” ou “a valvula esta fechada?”. Pode também ser robusto a valores atipi-
cos, isolando-os em ramos individuais. O algoritmo CART consiste em construir
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a arvore, podar ramos inuteis (pruning) e classificar dados desconhecidos.

Para construir a arvore inicial, a seguinte formulagcdo matematica é utilizada
(CASTILHO, 2016):

Seja t, um no-pai e ¢, e t; os nés-filhos. Que o conjunto de treinamento X com
M variaveis e N amostras e o conjunto de classificacdo Y com N amostras e K
classes. CART divide o conjunto de treinamento em partes menores, e divide os
dados com 0 maximo de homogeneidade para os nés-filhos, definido pela funcao
de impureza (3.3).

Ai(t) = i(t,) — E[i(t,)] (3.3)

Sendo ¢. os nés-filho. Denominando as probabilidades dos nés-filho de P, e P,
temos a Equagéo (3.4).

A cada né o CART resolve o problema de maximiza¢do da Equacgéao (3.5).
argmax  [i(t,) — Fi(t;) — Pi(t,)] (3.5)

A funcao de impureza mais comum € o indice de impureza de Gini, representado
na Equacéo (3.6).

i(t) =Y p(klt)p(l]t) (3.6)

k#£1

onde k e [ sdo os indices da classes e p(k|t) € a probabilidade condicional da
classe k considerando que estamos no no t.

Ao aplicar o indice Gini na Equacao 3.5, obtemos a medida da mudanca de

impureza na Equagéao 3.7.

K

i(t) = = > p*(klty) + P Yo p7(Klt) + P Yo p*(kt) (3.7)

k=1 k=1 k=1

O algoritmo Gini tenta localizar o maximo (ou minimo) de acordo com a Equacgéao
(3.8):
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K K K
argmax | — y_ p*(klt,) + B Y p*(klt) + B> p*(klt,) (3.8)
zj<zf j=1,..M k=1 k=1 k=1
Esse algoritmo procura a maior classe na amostra de treinamento e a isola do
resto dos dados.

A arvore produzida inicialmente em geral é muito complexa, possuindo centenas
de n6s em muitos casos. Para ser til para um problema de classificacéo, a arvore
precisa passar por um processo de poda de nés e ramos inuteis, chamado de
pruning.

Existem muitos algoritmos para este fim, mas o utilizado foi o de validagéo cru-
zada, que procura uma proporcao étima entre a complexidade da arvore e o erro
de classificacdo. Quanto maior e mais complexa a arvore, menor € o erro de
classificagdo. Contudo, arvores muito grandes apresentam baixo desempenho
para dados que fazem parte do conjunto de treinamento. A proporcao 6tima é
encontrada através da funcao de custo-complexidade (3.9).

R,(T)=R(T)+ a(T) — mj@n (3.9)

onde R(T) € o erro de classificagdo da arvore T. «(T) € a medida da complexi-
dade que depende da soma dos nés terminais (7). a é o parametro da validagéo
cruzada, em que uma parte dos dados é usada para treinar e outra para testar. O
procedimento entéo se repete para sub-amostras aleatorias de mesmo tamanho
dentro do conjunto de treinamento e validacdo. A complexidade da arvore é de-
terminada pelo niimero de nés terminais 7. E um processo que demora mais do
que outros métodos, ja que uma série de arvores € construida. Para classificar
dados novos, a arvore final posta perguntas a cada né, atribuindo uma resposta

ou uma classe para a entrada.

Depois de construida, uma arvore pode fazer dois tipos de predi¢cdo: pontual e
distributiva. A primeira faz uma Unica suposi¢ao sobre a classe, dizendo “a classe
€ A” ou “a classe € B”. A segunda atribui uma probabilidade para cada classe.
Para a predicao pontual, a fungado perda, que mede os erros de classificacdo
da arvore, pode ser a estratégia de validacdo mais adequada. Existem algumas
maneiras comuns de se medir erros de classificacao, porém a utilizada pelo al-
goritmo empregado neste trabalho € a perda média.

A nocao principal é que alguns erros sdo mais custosos do que outros. Por exem-
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plo, ao tentar classificar a valvula entre “saudavel” e “falha”, se o algoritmo prever
gue uma valvula saudavel possui falha, a aeronave pode sofrer paradas para
manutencao desnecessaria, custando tempo e dinheiro. Contudo, esta opcéo &
muito melhor do que a alternativa - se uma valvula com falha for classificada
como saudavel, as consequéncias podem ser desastrosas. Havera um custo
para cada combinacéo de classe real e classe predita. Seja L;; a perda (custo)
de classificar uma observagdo como j quando na verdade € i. Para uma obser-
vagao z, a arvore fornece probabilidades de classe Pr(Y = i|X = z). O custo
esperado de classificar j € apresentado na Equacéo (3.10):

LYY =ilX =2) =) LyPr(Y =i|X =z) (3.10)
Uma matriz de custo possui o seguinte formato:

Tabela 3.1 - Matriz de Custo.

Predicao
Verdade — - Saudavel
Falha 0 10
Saudavel 1 0

Se os custos forem simétricos (matriz quadrada, com diagonal zero e outros
elementos um), a fungéo perda é o erro de classificagdo, que é apenas a fragéo
dos casos atribuidos a classe errada. Assim, a arvore sempre ird prever a classe
mais provavel.

As vantagens do CART séo:

Dispensa pré-selecéo de variaveis

Os resultados sao transformadas monotdnicas e invariantes

Lida bem com valores espurios

Computacionalmente rapido e sem premissas
As desvantagens séo:

» Pode produzir arvores instaveis,

» Apenas produz divisdes perpendiculares aos eixos.
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As Figuras 3.4 e 3.5 ilustram arvores de decisdo em diferentes conjuntos de
dados, sem considerar técnicas de pré-processamento. Aqui, 0 problema nao é
das arvores em si, mas sim dos dados, que nao sao ortogonalmente separaveis
no segundo caso.

Figura 3.4 - Arvore de Decis&o - Ideal.
100 T T T T T T

B oo ; o Classa A
- O Classa B
1

a 10 20 a0 40 a0 60 Ta 80 a0 100

Fonte: Castilho (2016)
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Figura 3.5 - Arvore de Decis&o - Nao Ideal.
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Fonte: Castilho (2016).

3.3 Support Vector Machines

Support Vector Machine (SVM) é uma técnica de classificacao estatistica que
visa separar duas ou mais classes através de um hiperplano. Geralmente, tal
problema é restrito a trabalhar com duas classes por vez. O classificador deve
ser capaz de classificar corretamente exemplos ndo apresentados durante o trei-
namento, isto €, deve possuir alta capacidade de generalizagdo. A Figura 3.6
ilustra o hiperplano de separacgao 6tima, isto €, aquele que maximiza a distancia
entre o classificador e o ponto mais préximo de cada classe, também denomi-

nado margem (CASTILHO, 2016).
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Figura 3.6 - Hiperplano 6timo.

Fonte: Adaptado de Gunn (1998).

O problema é separar o conjunto D de vetores de treinamento x e y que perten-
cem a duas classes diferentes. Conforme (GUNN, 1998):

D={@"y"),..c" )}, zeR", ye{-1,1} (3.11)

através de um hiperplano, representado pela Equacao (3.12):

(w,z) +b=0 (3.12)

onde w é um vetor de pesos, = as entradas e b um viés.

O conjunto de vetores € dado como otimamente separado quando as classes
séo separadas sem erro. Um hiperplano deve satisfazer as seguintes restricoes:

y'({w,z) +b)>1, i=1,..,1 (3.13)

Que diz que a norma do vetor de pesos deve ser igual ao inverso da distancia do
ponto mais proximo do conjunto ao hiperplano. Tal distancia de um ponto = ao
hiperplano (w, b) é expressa pela Equagéo (3.14).

(3.14)



O hiperplano 6timo é encontrado ao se maximizar a margem p, respeitando as
restricdes da Equacao (3.13). A margem € dada por:

2
[[wl]

p(w,b) = (3.15)
O hiperplano separa o conjunto de vetores de maneira 6tima se os dados sao
separados sem erro e se a distancia ao vetor mais proximo do hiperplano € ma-
ximizada. Tal hiperplano 6timo é definido se encontrarmos w e b que minimizem
anorma de w (||w||) de forma que para todos os pontos (x;,y;) a Equacao (3.13)
seja verdade.

O hiperplano 6timo de separacdo € encontrado ao se minimizar a Equacao
(3.16).

B(w) = 5wl (3.16)

Nao é dependente de b se a Equacao (3.13) for satisfeita (GUNN, 1998). Mudar
b move o hiperplano na diregcdo normal a ele mesmo. Dessa maneira, a margem
ndo muda, mas o hiperplano ndo € mais 6timo, pois estard mais perto de uma
classe do que da outra.

A solucao da otimizacao é dada pelo ponto de inflexdo do Lagrangiano represen-
tado pela Equacéo (3.17) (MINOUX, 1986):

B, ba) = 3l = X aulusllws )+ - 1) 3.17)

onde « sdo os multiplicadores de Lagrange. O Lagrangiano deve ser minimizado
com respeito a w e b € maximizado com respeito a « > 0. As Equacgdes (3.18)
e (8.19) representam o ponto de inflexdo, que € minimo do Lagrangiano ¢ em
relacdo a w € b.

@ n
ob Pt
0P "
g5 — . 1
5 0 = w Z&Zyle (3.19)

i=1

A solucao do problema é dada por (GUNN, 1998)
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o =arg min ; Z Z Yy (T, ) Z (3.20)

i=1j5=1
sendo que as restricoes devem ser satisfeitas:
S ay;=0 (3.21)
j=1

A solucao da Equacao (3.20) com restricdes (3.21) fornece o hiperplano 6timo,
dado pelas Equagdes (3.22) e (3.23):

b* = —;(w*, T, + Tg) (3.23)

onde z, e z, S0 0s vetores de suporte de cada classe.

Essa solugao é valida quando os dados de treinamento sdo linearmente sepa-
raveis. No entanto, geralmente isto nao é verdade, conforme ilustrado na Figura
3.7.

Figura 3.7 - Hiperplano 6timo generalizado.

Fonte: Adaptado de Gunn (1998).
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Com o intuito de tornar o problema generalizado, sdo apresentadas variaveis
positivas & > 0 que sdo uma medida dos erros de classificagdo e uma fungao
penalidade (CORTES; VAPNIK, 1995):

(&) =S¢ (3.24)

Onde ¢ representa uma medida do erro de classificagdo. Agora o problema é
minimizar o erro de classificacdo e a distancia ao hiperplano, e as restricdbes
agora se tornam:

O hiperplano étimo generalizado € determinado pelo vetor w que minimiza o
funcional da Equacao 3.26:

2(w,8) = llwlP + 36 (3.26)

onde C' é um valor conhecido. Assim como no caso onde os dados eram linear-
mente separaveis, utiliza-se o Lagrangiano para resolver o problema, desta vez
modificado na Equacéo (3.27) (MINOUX, 1986):

¢WAhm&B)=;WMF+C§:&—§:%@Mwﬁ$r+M—1+&)—§:&&(&Zﬂ

i=1 j=1

Onde a e 5 sdo os multiplicadores de Lagrange, que deve ser minimizado em
relacdo a w, b € x € maximizado em relacéo a a e 3. O ponto de inflexdo é dado
por:

9 ) — S ami=0 (3.28)
ab 2
9D n
e _ N v 2
9w 0 = w Z;cnyﬂm (3.29)
z‘é’:o:w@:c (3.30)
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A solucao do problema é dada por:

o =arg min ; > Z Yy (T, ) Z ay, (3.31)

i=1j5=1

sendo que as restricbes devem ser satisfeitas:

ZOéjyj =0 (332)

A diferenca ao caso separavel é o parametro C, que limita os multiplicadores
de Lagrange e deve ser escolhido para quantificar o conhecimento do ruido nos
dados.

3.3.1 Kernel

Segundo (CASTILHO, 2016), certos problemas de classificacdo binaria podem
nao possuir um hiperplano de separacao 6timo, que isola completamente as clas-
ses sem nenhum erro. Para casos onde a separagao nao € possivel no espacgo
original dos dados, uma possivel solugdo € aplicar um kernel, o que permite
elevar o conjunto de dados para um espaco implicito de dimensao maior, sem
computar as coordenadas dos pontos do conjunto, mas sim o produto interno
entre as imagens de todos os pares de dados.

O kernel recorda o i-ésimo par do conjunto de treinamento (z;,y;) e atribui um
peso correspondente w;. As predicdes para dados fora do conjunto de treina-
mento sdo tratadas por uma fung¢éo de similaridade &, que € o préprio kernel. Tal
funcao considera os dados de teste 2’ e os dados de treinamento z. Um classifi-
cador binario transformado pelo kernel estd na Equagéao 3.33 (JORDAN, 2004):

§ = signy_ wiyik(z;, 2') (3.33)

=1
onde:
g € —1,1 - resposta do classificador binario transformada pelo kernel
y - saida verdadeira
k - funcéo kernel que mede a similaridade do o par z, 2’ € x
n - nimero de pares no conjunto de treinamento, com y; € —1,1

- pesos dos pares de treinamento, determinados pelo aprendizado
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A funcao sign determina positivo ou negativo para a saida prevista.

Algoritmos de aprendizagem linear necessitam de mapeamento explicito do es-
paco, para que sejam capazes de aprender uma funcdo nao-linear ou fronteira
nao-linearmente separavel. Ao elevar o espaco onde os pares existem, pode ser
possivel separa-los. O kernel ira elevar o espago até encontrar uma fronteira
separavel.

Seja uma classe de fungbes G(x,y) no espaco linear S e uma fungdes ¢ que
mapeia x para S de forma que:

G(z,y) =< ¢(x), d(y) > (3.34)

Esse produto escalar ocorre no espaco S. Esta classe de funcdes inclui os ker-
nels dos tipos:

Polinomial/Linear (para qualquer d € N):

G(z,y) = (1 +a'y) (3.35)
Gaussiano (RBF - para qualquer o > 0):

_(@=y)(@—y)

Gx,y)=e 202 (3.36)

A utilizacao do kernel torna possivel o tratamento de conjuntos nao-linearmente
separaveis. A Figura 3.8 ilustra um exemplo da operagcao que eleva um espacgo
IR, para IR3. Contudo, pode ser que exista a necessidade de elevar ainda mais a
dimensao para separar os dados, a ponto que uma representacao visual se torna
complexa para interpretar.
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Figura 3.8 - Transformagao dos dados pelo kernel.
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Fonte: Jordan (2004).

3.4 Filtro de Kalman

O filtro de Kalman foi proposto por (KALMAN, 1960) como uma solucao para o
problema de estimacao de tempo discreta bayesiana. E um processo recursivo
que utiliza medidas, mesmo que incompletas ou ruidosas, para estimar os esta-
dos de um sistema linear no dominio do tempo. O filtro é aplicado ao sistema
discretizado e iterativamente estima novos estados a cada passo de tempo dis-
creto. O filtro de Kalman considera dois tipos de ruidos independentes. O ruido
da medicdo, que € uma perturbagdo na informagcdo que o sistema recebe das
medidas novas e como estas se comparam ao modelo. O ruido do processo
quantifica a incerteza da medida verdadeira em relagdo ao modelo escolhido.

Considere o modelo discreto linear da Equagéo 3.37.

T = Avp_1 + Bug_1 + wi—1 (3.37)

Zk:HZEk—i-Uk

Onde wy, € o ruido do processo e v, 0 ruido da medigéo, que sdo independentes
um do outro, brancos e possuem distribuigdo normal. A matriz A traz a relagédo
entre 0 passo de tempo anterior £ — 1 ao passo atual k. A matriz B relaciona a
entrada opcional de controle ao estado =. A matriz H relaciona o estado a medida
z,.. (WELCH; BISHOP, 2006) explora as origens computacionais e probabilisticas
do filtro de Kalman.
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O algoritmo para o filtro de Kalman discreto realiza a estimagdo do processo
utilizando uma abordagem recursiva em dois grupos. A atualizacdo do tempo
projeta o estado atual e a covariancia do erro no tempo para obter estimativas a
priori para o proximo passo de tempo. A atualizacdo da medicao é realizada pela
retroalimentacdo das novas medidas na estimativa a priori com a finalidade de
obter uma estimativa a posteriori melhorada. Tal abordagem também pode ser
chamada de preditor-corretor (VIANNA, 2017).

As equacdes que governam a parte preditora, também chamada de atualizagéo
do tempo, séo as seguintes.

Passo 1: projecao do estado para o passo posterior.
JAI]: = Aii’k_l + Buk_l (338)

Passo 2: proje¢cédo da covariancia do erro para o passo posterior.

P, = AP, 1 AT +Q (3.39)

Onde @ é a covariancia do ruido do processo.

Para a parte corretora, também chamada de atualizagdo da medicao, as equa-
cbes sao as seguintes.

Passo 3: calculo do ganho de Kalman.

Ky=P ,H'(HP H" + R)™* (3.40)

Onde R é a covariancia do ruido da medicdo. O ganho Kalman K, é determinado
de forma que os erros entre as estimativas a priori € a posteriori seja minimiza-
dos.

Passo 4: atualizagdo da estimativa através da medigao.

ip = iy + Kp(2" — Hiy) (3.41)

Passo 5: atualizacdo da covariancia do erro

P,= (- K,H)P, (3.42)
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O filtro entdo assume sua natureza recursiva ao repetir as equacdes a cada
passo de tempo. Para implementar o filtro, € necessario conhecer as covariancias
R e (), que podem ser obtidos por um processo de ajuste iterativo. O algoritmo
do filtro de Kalman linear itera os passos apresentados, Equacdes 3.38 a 3.40.
Existem diversos critérios de parada das iteragdes, como minimizar a covariancia
do erro a posteriori, 0 erro entre a medida e sua estimativa ou até um simples
ndamero maximo de iteracoes.

3.4.1 O filtro de Kalman estendido

Um dos problemas do filtro de Kalman advém do fato de que este estima os es-
tados de um processo que pode ser descrito por uma equacgao diferencial esto-
castica linear. Para processo nao-lineares, uma das solugoes € o filtro de Kalman
estendido, introduzido por (JAZWINSKI, 1970). O processo do filtro de Kalman
estendido se inicia com uma modificacdo do sistema descrito pelas Equagdes
3.37.

j}k = f(ﬁk_l,uk_l) (343)

Onde f é uma funcao nao-linear que relaciona o estado anterior ao atual.

% = h(ix) (3.44)

Onde h é uma funcao nao-linear que relaciona o estado a medicao.

As novas equagodes que linearizam uma estimativa em torno das Equacdes 3.43
e 3.44 se tornam as seguintes.

Atualizagédo do tempo:

&, = f(Zr1, up—1) (3.45)

Py = AP 1 AL + Qi (3.46)

Onde A é o jacobiano de derivadas parciais de f em relacao a .

0
A= 8£(£‘k_1,uk_1) (347)

Atualizacao da medicéo:
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Ky = P, HF(H P, H" + R)™! (3.48)

B = a7y + Ku(2* — h(37)) (3.49)

Py = (I — KyHy) P, (3.50)
Onde H é o jacobiano de derivadas parciais de h em relacéo a .

_on

A=

(Z) (3.51)

O processo iterativo do filtro € 0 mesmo do filtro linear, mas com as novas equa-
coes.

3.5 Desempenho de algoritmos de aprendizado de maquina

Para analisar os resultados, serao utilizadas algumas métricas estatisticas co-
muns na analise de dados resultantes de classificadores.

Algumas definicdes importantes sédo necessarias para a avaliagdo do desem-
penho de um algoritmo de classificacdo. Uma matriz de confusao (STEHMAN,
1997) é uma tabela que exibe o desempenho de um algoritmo, geralmente su-
pervisionado, como é o caso deste trabalho. A matriz representa como a saida
do algoritmo de aprendizado de maquina se sai em relacao a classificacao ver-
dadeira, resultando em duas dimensdes: real e prevista, ilustrada pela Figura
3.9.

Os numeros na matriz de confusao representam o niumero de observagdes reais
e previstas. A diagonal principal representa os verdadeiros positivos e negativos.
A diagonal oposta representa os falsos positivos (erro tipo |) e os falsos negativos
(erro tipo II) (DEKKING, 2005). Os resultados sao avaliados em termos de alguns
indicadores derivados da matriz de confusao, pois os calculos podem ser feitos
para extrair uma melhor compreensédo do desempenho do preditor. Os principais
indicadores utilizados foram (METZ, 1978):

» Taxa de Verdadeiros Positivos: probabilidade condicional de um resul-
tado de teste ser positivo se a observacao for realmente positiva.

VP

“VPLEN (3.52)

Typ
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Figura 3.9 - Matriz de Confuséo.
Classe Real

Positivo Negativo

VP FP

Positivo

FN VN

Classe Prevista

Negativo

Taxa de Verdadeiros Negativos: probabilidade condicional de um resul-
tado de teste ser negativo se a observacao for realmente negativa.

VN
Tyy = VN FP (3.53)

Taxa de Falsos Positivos: probabilidade de falsamente rejeitar a hip6-

tese nula.
P

Trr = p VN (3.54)

Taxa de Falsos Negativos: probabilidade de aceitar a hip6tese nula que

na verdade é falsa.
FN

“FNTVP (5.59)

TFN
Precisao: proporcao de resultados positivos que sao realmente positi-

VOS.
VP

Prezi
VP+FP

(3.56)

Acuracia: proporgao de previsdes corretas (positivas ou negativas) entre
0 numero total de casos.

B VP+VN
- VP+VN+FP+FN

Aco (3.57)

Fator de Correlacdo de Matthews: mede a qualidade de classificacdes
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binarias (MATTHEWS, 1975):

MOC — TP x TN — FP x FN (3.58)

/(TP + FP)(TP + FN)(TIN + FP)(TN + FN)
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4 METODOLOGIA

Este capitulo apresenta a metodologia utilizada no trabalho, desde a apresen-
tacdo do sistema, as fontes de dados utilizadas, analise exploratéria de dados,
modelos matematicos e técnicas de aprendizado de maquina.

4.1 Equipamento estudado

O sistema considerado nesse estudo foi 0 sistema pneumatico, responsavel pela
sangria de ar do compressor do motor e pelo seu pré-condicionamento, con-
trole de pressao e de temperatura, antes de disponibiliza-lo para outros sistemas,
como o sistema de ar condicionado e o sistema de protecao contra gelo. Aspec-
tos gerais deste sistema foram apresentados em (MOIR; SEABRIGDE, 2008). O
ar é sangrado dos estagios de alta e de baixa pressao do compressor do motor
e possui pressao e temperatura elevadas e também é denominado bleed. O con-
trole da presséo € realizado utilizando-se um controlador, um sensor de presséo
e uma valvula reguladora. O controle de temperatura é realizado utilizando-se
um controlador, um sensor de temperatura, uma valvula para controle de tempe-
ratura e um trocador de calor.

A valvula reguladora utilizada no controle de pressdo € denominada PRSOV
(Pressure Regulating Shut-Off Valve) e é o objeto de estudo deste trabalho.

Existem dois sistemas como o descrito na aeronave, um para cada motor, e sdo
vitais para sua operagado. Enquanto a operacao de apenas um permite que um
VOO seja realizado em seguranca, a falha (ou falta) de uma das valvulas limita
consideravelmente o envelope de operagcao como, por exemplo, a altitude de
cruzeiro, tipicamente 31000 f¢. A falha simultdnea de ambos exige que a aeronave
desca para 10000 ft, pois nao sera possivel pressurizar a cabine, e/ou siga para
o destino nessa altitude caso o combustivel permita ou pouse no aeroporto mais
préximo, geralmente o que ocorre, para nao expor 0s passageiros a limitacdes
de conforto térmico e de pressao.

A valvula reguladora é utilizada como atuador no controle da pressao na entrada
do tubo de distribuicdo para outros sub-sistemas, além de possuir a capacidade
de interromper o fluxo de ar caso a pressado ou a temperatura atinjam valores
acima de limites seguros. O diagrama simplificado da Figura 4.1 ilustra sua loca-
lizacdo no sistema ambiental de uma aeronave.
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Figura 4.1 - Sistema de sangria de ar.
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Fonte: Adaptado de Moir e Seabrigde (2008).

Uma caracteristica desafiadora do sistema é que a valvula tipicamente esta loca-
lizada na nacelle do motor da aeronave, sob o cap6é do motor. Assim, a PRSOV
fica exposta a um ambiente com temperaturas e niveis de vibragdo elevados,
fatores que impactam a degradacao. Ela tem uma fung¢ao importante e é contro-
lada por um sistema de controle de circuito fechado, que tenta manter a presséo
no ponto de referéncia durante todo o voo. A medida que o componente enve-
lhece, é necessaria uma agao mais intensa do controlador, até o ponto em que a
pressao nao consegue mais ser regulada em niveis aceitaveis.

A PRSOQV é uma valvula eletropneumatica, comandada eletricamente e atuada

pneumaticamente. A Figura 4.2 ilustra seu diagrama.
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Figura 4.2 - Sistema de sangria de ar.
Motor de torque

-

Atuador

Dissipador de
calor da linha de
pressao servo

[

. Cémarade

abertura da
valvula

Presséo na Presséo regulada
entrada

Fonte: Turcio (2014).

O ar de bleed proveniente do motor tem sua temperatura reduzida ao passar
por um trocador de calor. Parte do ar adentra a camara de fechamento e parte
a camara de abertura, sendo a ultima regulada por uma palheta controlada por
um motor de torque, cujos movimentos alteram pequenas areas de passagem
e 0 ajuste dessas areas leva a variacao da pressao na camara da valvula, pro-
movendo sua movimentacdo. Quando o bocal de descarga do motor de torque €
bloqueado, a camara de abertura é pressurizada e a valvula inicia 0 movimento
de abertura. Quando este bocal é aberto, a pressdo na camara diminui e a val-
vula comeca a fechar. O angulo da borboleta possui uma relagdo com a pressao
regulada. O controle da valvula comanda a corrente do motor para controlar a
pressao (TURCIO, 2014).

4.2 Modelo

O modelo do equipamento estudado foi construido em Simulink, desenvolvido
pelo time de Simulagdo de Sistemas Ambientais da Embraer e emula o compor-
tamento fisico da valvula. Contém as equag¢des matematicas que descrevem o
funcionamento fisico da valvula, como pressurizacdo da camara, acoplamento
com o motor elétrico de torque e abertura da borboleta. Os principais componen-
tes do modelo matematico da valvula sao:

* Orificio que representa a sangria de ar do motor, simplificando a mode-
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Figura 4.3 - Diagrama esquematico do modelo da valvula e seus parametros.
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lagem da linha pneumatica completa.

Volumes antes e depois da valvula, também chamados respectivamente
de montante e jusante.

Valvula reguladora de presséo.

Orificio que representa as demandas dos clientes do sistema.

Valvula de controle de vazao.

A Figura 4.3 ilustra a conexao entre orificios, volumes e valvulas do modelo,
bem como os parametros modelados nas equacdes que descrevem seu funcio-
namento.

O modelo é parametrizado com caracteristicas fisicas como volumes, compri-
mentos, massas e coeficientes de atrito, entre outros. Os volumes sao repre-
sentados por equagdes de balangco de massa e energia (WYLEN et al., 1994),
considerando a conservag¢ao de ambas, além de equagdes de gases perfeitos.
Para os orificios, tanto os de entrada e saida, bem como os presentes no inte-
rior da vélvula reguladora de pressédo consideram fundamentos de escoamento
compressivel isentrépico (FOX et al., 2010).

As equacbes que descrevem a perda de pressdo nos volumes a montante e
jusante da valvula séo:

dPl . dm1 RTl i mlR@
dt  dt Vi Vi dt

(4.1)

@ _ mlcp o — mvCpT B idﬂllT1 (42)

dt mycCy mic,  my dt




As Equacdes 4.1 e 4.2 sao alcancadas através da manipulacao de equacodes ba-
sicas de conservagcado de massa, estado para gases perfeitos e a Primeira Lei da
Termodinamica (WYLEN et al., 1994). As vazdes sao obtidas através do equaci-
onamento dos modelos dos orificios de sangria e de demanda, além da PRSOV
em si, cuja borboleta age como um orificio, restringindo a passagem do ar e regu-
lando a presséo a jusante. Estes orificios sdo considerados bocais convergentes
ideais, trabalhando com escoamento compressivel em regime subsoénico (FOX et
al., 2010). A vazao massica através de um bocal cuja pressao e temperatura de
entrada é a total do escoamento e a pressao de saida é estatica € (ANDERSEN,
1967):

, KAN
m = W-Pzn (4.3)

Onde A é a area equivalente do bocal (TURCIO, 2014). O coeficiente K é:

o= (3

O coeficiente N é:

2
Pout ; _ Pout v
N: (PMI) (Pin 21 (45)
() ()
onde R € a constante dos gases perfeitos (287.J/kgK para o ar) e - é coeficiente
de expansao adiabatica (1.4 para o ar).

O modelo matematico completo da PRSQV foi descrito por (TURCIO, 2014). A
equacao final, que descreve a dindmica do pistao, que por sua vez afeta a pres-
sao regulada é:

A K y, AP
Iv = 7(PC_Pamb)_72<P1 _Pamb>_ mxv_ fat(xwxw )

m, my, my mp

(4.6)

Estes parametros e representagcdo de sua localizagdes na valvula estao ilustra-
dos na Figura 4.4.

Além de caracteristicas fisicas, o0 modelo também contém o controle que esta
implementado na vélvula real, cujo objetivo é garantir que a pressao na saida da

49



Figura 4.4 - Diagrama esquematico dos parametros.

P iy P,

Fonte: Turcio (2014).

valvula siga a pressao de referéncia imposta pelo programacgao de pressao do
computador da aeronave.

Trabalhar em malha fechada imp6e uma desafio extra em trabalhar com o mo-
delo, uma vez que a malha de controle compensa os efeitos da degradacao. Para
0S casos reais analisados, tanto 0 modelo como o sistema real sdo capazes de
lidar com grandes variagdes na entrada, sendo o controle robusto o suficiente
para corrigir tais perturbacées. Ou seja, para o caso de pressao de entrada com
amplitude e frequéncia de oscilagao baixas e outro caso com pressao de entrada
com as mesmas variaveis altas, o controle ira garantir uma pressao de saida em
niveis similares.

O modelo computacional possui caracteristicas fisicas em suas equagdes que
impactam sua resposta (FELICIO, 2007), como constante de mola, &rea de va-
zamento e coeficiente de atrito do pistdo dentro da camara. E possivel altera-las
para simular degradacao do equipamento. Por exemplo, em casos de alto atrito,
o pistao tende a precisar de maior pressdo na camara para se mover, pois a forca
necessaria para mové-lo serd maior do que em casos de baixo atrito. Esta carac-
teristica é importante, pois 0 movimento do pistdo dita o angulo de abertura da
valvula, que por sua vez controla a pressado na saida. O alto atrito pode ser ali-
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viado com o0 aumento da corrente de controle, advinda de uma acao mais rigida
do controlador, pois a presséo no interior da camara de abertura ira aumentar,
causando um maior forgca para mover o pistdo no sentido de abertura. No en-
tanto, este aumento de degradacao pode ser maior que o controlador € capaz de
lidar sem introduzir instabilidades na malha, e os efeitos nocivos da degradacao
serdo percebidos na pressdo controlada. Neste ponto a troca da valvula pode
ser necessaria.

E importante deixar claro que o modelo nao replica perfeitamente a realidade e
uma margem de erro é esperada. Neste caso, podemos tolerar um erro maior
e focar na amplitude e frequéncia da resposta em relacao aos dados reais para
inferir a capacidade do modelo em representar o correto funcionamento da val-
vula. Uma ferramenta possivel de ser utilizada € a limitagdo da faixa operacional
do modelo (SLOTA et al., 2011), onde nao é simulado um evento completo, com
transientes e mudancas de comportamento. No caso do modelo utilizado neste
trabalho, o modelo esta configurado para trabalhar na fase de cruzeiro de um voo
em vez de um voo inteiro. Tal limitacdo n&o traz nenhum problema, pois é na fase
de cruzeiro em que a variacao da pressao de entrada é menor, o que retira esta
influéncia da andlise e permite focar na degradagao.

O modelo de degradacéo utilizado considera o aumento do atrito e do vaza-
mento pelo selo do pistdo. Na Figura 4.4, o pistdo corre dentro de um elemento
chamado de camisa. Entre esses existe um selo em formato de anel, que veda
e isola as camaras. O movimento do pistdo ocorre em micro movimentos "pare-
segue"(stick-slip), estimulados pelo atrito. Durante esses movimentos, além do
vazamento médio pelos selos, dependendo do nivel de envelhecimento, pode
ocorrer uma variagdo momentanea da qualidade do assentamento e vedacgéo do
selo, aumentando o vazamento equivalente.

Como impacto, maiores erros da pressao controlada levam a uma acao da ma-
lha de controle no sentido de aumentar a abertura do orificio de carregamento,
aumentando a pressao na camara de abertura e causando o movimento da val-
vula na dire¢do que minimiza o erro entre a pressao lida e a de referéncia. Com o
passar do tempo, o selo tende a degradar, aumentando o efeito deste vazamento
além do aumento do atrito, até um ponto que ocorre seu rompimento e valvula
se torna incapaz de operar.

O modelo validado sem degradacéo foi utilizado na criacao de casos hipotéticos
de degradacéao, observando a degradacao natural nos dados reais de campo. A
utilizacdo de um modelo é uma grande vantagem operacional e econémica, pois
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alivia a necessidade de testes de campo, que apresentam alto custo de pessoas,
maquinario e consumiveis (CASOLI et al., 2016).

4.2.1 Validacao

A validacéo € definida como o processo de determinar se modelo é uma repre-
sentacao precisa do mundo real a partir da perspectiva de seus usuarios, esta-
belecendo confianga em sua robustez (SORNETTE et al., 2007). E importante
dizer que o modelo é desenvolvido para um uso especifico e sua validacao deve
ser realizada em relacao a finalidade desejada (SARGENT, 2007).

Para (LAW; KELTON, 1982), ndo ha uma abordagem padrdo para validacao de
modelos. O uso de ferramentas estatisticas como chi-quadrado (RINGUEST,
1986) e Kolmogorov-Smirnov (CHAKRAVARTI et al., 1967) na comparacao dos
resultados do modelo com medidas do sistema de campo representado € com-
plexa e tais técnicas ndo podem ser diretamente aplicadas devido a natureza
nao-estaciondria de parte dos sistemas e pela correlagdo entre entradas e sai-
das. O uso de outras técnicas, como Monte Carlo pode apresentar bons resulta-
dos mas seu sucesso € baseado nas incertezas definidas no objetivo do projeto
(WEATHERS et al., 2009).

Um aspecto importante discutido por (LAW; KELTON, 1982) é validacao qualita-
tiva, na qual a comparagao entre simulacéo e ensaio é avaliada por uma equipe
de especialistas e caso ndo exista um consenso entre 0 que € modelo e 0 que
€ ensaio, o modelo é considerado valido. O trabalho de (BARLAS, 1989) traz um
conceito interessante onde a validacao pode ser feita pela estrutura matematica
do modelo em vez de estatisticamente ponto a ponto. Também discute a vali-
dacdo do comportamento, que observa amplitude, frequéncia, fase, tendéncia,
etc. Isto torna o processo de validagao informal, onde técnicas formais forne-
cem apenas um ponto de entrada para iniciar as discussdes sobre a validade do
modelo.

Neste trabalho as entradas do modelo sao provenientes de voos de campo, que
possuem ruidos e caracteristicas operacionais que podem estar fora das consi-
deracdes das equacdes matematicas que descrevem o modelo. Outro desafio é
gue os voos disponiveis sdo advindos de operagdao comercial e exploram o en-
velope de operagdo por completo, o que traz uma maior excitagdo dos modos
de oscilacao do sistema (HIYAMA et al., 2000). A utilizacao de dados de voos
reais significa que ndo existe garantia que os comandos da valvulas possuam
amplitude e frequéncia desejadas para essa validacdo mais formal, visto que o
sistema possui um controle em malha fechada.
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O modelo utilizado nesse trabalho ja foi validado formalmente com base em
testes em bancada, conforme apresentado em (TURCIO, 2014). Neste traba-
lho complementou-se a sua validacdo considerando dados de voo. O processo
de validacao consistiu em considerar as seguintes grandezas medidas em voo:
pressao e temperatura de entrada, vazao pelo sistema, pressédo controlada e
corrente de comando, forcando as pressdes controladas (simulada e medida em
voO0) a se igualarem, complementando a corrente de comando da simulagdo com
uma diferenca calculada a partir do erro entre a presséo controlada da simulacao
e a medida. Quando essas pressdes sdo igualadas, comparam-se as correntes
de comando do voo e da simulacdo. Sendo iguais e tendo a mesma assinatura,
pode-se considerar que o modelo da valvula e sistema é suficientemente repre-
sentativo para esse estudo.

O conjunto PRSOV e volume a jusante pode ser interpretado como a planta
do modelo, na qual existe uma realimentagdo via um sensor de pressao e o
controlador. Se a resposta do controlador, no caso a corrente, for a mesma para
o modelo e para o voo real quando submetidos a mesma entrada, o modelo pode
ser considerado validado.

Na validacao também entra a consideracao da regido de validagdo do modelo.
O modelo foi validado na regido de interesse do modelo, pois este ndo foi utili-
zado fora da mesma. No caso deste trabalho, essa regido é a fase de cruzeiro
do voo. Outros momentos do voo apresentam transientes relacionados a mudan-
cas de operagao, como chaveamento de valvulas e demandas de clientes do
sistema pneumatico, como o sistema de anti-gelo durante a subida. Estes tran-
sientes podem levar a pressao para fora da referéncia do controlador, mas nao
séo indicativos de degradacao.

A Figura 4.5 representa as leituras do modelo e do ensaio para a pressao na
saida da PRSOV. O ajuste parece 6timo, mas é preciso lembrar que a referéncia
do controlador foi alterada para seguir a presséo lida no mesmo sensor do voo,
entdo € natural que sejam similares.

A validagcao vem da comparacao da corrente de controle, ilustrada na Figura
4.6. A similaridade entre as correntes significa que a planta do modelo, imple-
mentada através de equacdes matematicas, responde da mesma maneira que a
planta real, representada pela valvula. Este método de validacao forca a saida
a ser a mesma e verifica a entrada necesséria para alcancgar este estado. Como
neste caso ambas as correntes sdo proximas, o modelo da vélvula é considerado
validado.
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Figura 4.5 - Validacdo do modelo - pressao.
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Figura 4.6 - Validagdo do modelo - corrente.
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Tabela 4.1 - Base de Dados de Voos.

jsim jvoo Ssim Svoo REQM
Pressdo | 45.0421 | 45.0425 | 2.2100 | 2.0522 | 3.94E-04
Corrente | 21.1810 | 21.1977 | 0.6769 | 0.6343 | 0.0167

Considerando a abordagem quantitativa, a aderéncia do modelo a realidade se
mostrou satisfatéria. Pela abordagem qualitativa, € observado que sem a legenda
da Figura 4.6, ndo seria possivel identificar qual curva € modelo e qual é o voo,
indicando a adequacgao do modelo por outra abordagem. Expandindo as métricas
quantitativas, seleciona-se a média e o desvio padrao para a comparagao numé-
rica das respostas do modelo e do voo, representadas respectivamente pelas
Equacbes 4.7 e 4.8 (MORETTIN; BUSSAB, 2010).

= Zizt%i (4.7)
n

\/ZZ iz = 7)° (4.8)
n—1

A Tabela 4.1 apresenta as métricas quantitativas da validacdo do modelo. Os
subscritos sim e voo definem simulacéo e voo, respectivamente. REQM ¢é a raiz
do erro quadratico médio.

Os valores das médias e desvios padrao estao proximos, o que indica adequacao
do modelo. A raiz do erro quadratico médio também mostrou valores pequenos,
reforgando a decisdo de considerar o modelo como validado para o objetivo do
trabalho. E preciso manter em mente que o critério de considerar estes valo-
res como pequenos é subjetivo e a combinagédo das métricas quantitativas com
as consideracoes qualitativas é de responsabilidade do profissional que esta no
controle do processo de validagao.

Segundo uma abordagem mais formal de construcdo de modelos (BARLAS,
1996), se a construcdo do mesmo segue as equacdes que descrevem o sistema
fisico, existe a garantia que a estrutura do modelo e do sistema real € a mesma.
A formulagdo matematica foi descrita na Secao 4.2. A dinamica do sistema foi
validada observando a resposta do controlador ao seguir a mesma saida do mo-
delo, concluindo que a planta do equipamento se comporta de maneira similar
tanto para o modelo quanto para o voo. Assim, o modelo foi validado para voos
com baixa degradacao.
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Os fatores representados no modelo impactados pela degradacao séao trés: fator
de atrito, fator de vazamento e fator de entupimento. O fator de atrito altera o
atrito calculado pelas equagées matematicas de descrigao do modelo. O enve-
lhecimento da valvula pode causar o0 aumento do atrito entre o pistdo e a camara,
sendo a representacdo matematica o aumento do coeficiente de atrito. O fator de
vazamento modifica a area de vazamento entre as camaras da valvula. Com o
passar do tempo, o0 selo que isola as camaras da valvula sofre desgaste, permi-
tindo que mais ar vaze entre as camaras. Um pouco de vazamento é esperado e
aceito, mas a degradacgéo tende a aumenta-lo acima de niveis toleraveis. Outro
fator é o entupimento dos bocais de carga e descarga, que impde uma perda de
pressao adicional, de forma que a pressurizacao das camaras € prejudicada.

4.3 Estrutura da analise de dados

As proximas secoes irdo apresentar a metodologia da analise dos dados de frota,
desde sua obtencao, seu tratamento, construcéo e selecao de indices, até o
aprendizado de maquina e a avaliacao de seu desempenho. Antes de prossequir,
a Figura 4.7 ilustra o processo geral a ser seguido, que sera detalhado ao longo
das sec¢des seguintes.

Figura 4.7 - Fluxograma geral para analise dos dados de frota.
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O primeiro passo é a obtencao dos dados de campo, que sao provenientes de
uma frota de aeronaves do mesmo modelo mas de diferentes operadores. O
passo seguinte é a construcao dos indices que caracterizam 0s voos, que re-
presentam as entradas dos algoritmos de aprendizado de maquina, seguido do
passo de definicdo do nivel de degradacgéo, que representa a saida desejada. Os
indices compdem a base de dados, que foi utilizada em uma analise exploratoria,
que ira revelar quais indices sao mais Uteis e serdo mantidos para 0s processos
de filtragem e treinamento dos algoritmos de aprendizado de maquina. Apéds a
avaliagdo dos dados de teste, os resultados sdo avaliados por diversos critérios
de desempenho de classificacao. Parte deste processo foi reutilizado pelas ana-
lises com apenas dados de modelo e finalmente na analise hibrida.

4.4 Dados de frota

Esta secao foca na analise utilizando apenas os dados de frota aliados ao conhe-
cimento da fisica do processo e da operagao. Estes dados contém néo apenas
informagdes sobre caracteristicas fisicas do sistema como também registros de
manutencgao.

Os dados de frota contém informagdes de propriedade intelectual dos opera-
dores das aeronaves. Portanto, serdo tratados antes de sua apresentagao em
figuras, graficos e diagramas para preservar a propriedade da empresa e de
seus clientes. Porém, este tratamento n&o dificulta a compreensdo nem diminui
a contribuicdo académica deste trabalho.

Os dados de entrada para a analise provém de diversas fontes, cuja combinagéo
permite criar uma base de dados robusta e completa antes de iniciar a analise ex-
ploratéria. As principais fontes de dados séo sensores instalados na aeronave e
relatorios de manutencgéo. Estas fontes de dados serdo detalhadas nas proximas
sub-secoes.

4.41 Dados de sensores

As aeronaves cujos dados foram utilizados neste trabalho sdo equipadas com um
QAR (Quick Access Recorder) (FEDERAL AVIATION ADMINISTRATION, 2004),
um gravador que armazena dados de voo, projetado para permitir facil acesso
os dados gravados. Porém, nem todos os parametros sdo gravados no QAR e
€ possivel ignorar certos sensores na gravacao, seja por limitagcdbes de meméria
disponivel para gravar novos voos ou por decisdes administrativas e de negécio.
Dessa forma, existem lacunas nos dados, como parametros néo gravados ou em
falta por um intervalo de tempo.
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Para este trabalho, apenas os sensores relativos ao componente estudado serao
utilizados. Como se tratam de dados puros provenientes de operagao real de
uma frota de aeronaves, nao estao livres de problemas como falha de sensores,
operacao fora do envelope, seja por limitacao técnica ou operacional.

4.4.2 Dados de manutencao

Além dos dados de sensores, outra informacédo que compOs a base de dados
completa foram relatérios de manutencdo, que registram acdes realizadas na
aeronave, sejam planejadas ou emergenciais. Dentre as agdes possiveis, existe
a troca do componente por um novo. Esta agdo impacta na analise, pois a saude
do componente volta a niveis altos e sua tendéncia de degradacao é reiniciada.

Trocas também podem ser classificadas como programadas ou néo-
programadas. O segundo tipo foi o foco deste trabalho, pois estas a¢cdées nao
esperadas podem causar atrasos na operagao, ou em casos mais graves, apre-
sentar falhas em voo. Muitas informagdes sdo gravadas manualmente pelo me-
canico responsavel pela manutencado e as utilizadas foram datas, numero de
identificacdo da aeronave, categoria e descrigao.

As datas e o numero de identificacao sdo utilizados para cruzar as informagdes
corretamente entre as diferentes bases. A categoria € um filtro para manter ape-
nas agbes ndo programadas. A descrigdo € uma informacdo manual onde o
mecéanico descreve o problema e as agbes tomadas, que resultam sempre em
manutencao. Porém, a descricdo ajuda a filtrar remogdes que nao foram causa-
das pelo componente de interesse. Por exemplo, em casos de troca de motor a
valvula também é removida, pois faz parte de um conjunto.

As acoes de troca sao registradas manualmente pelo mecanico responsavel pela
manutencdo, uma caracteristica agravante, pois ndo ha padrao estabelecido na
industria, visto que cada linha aérea trabalha de forma distinta. Adicionalmente,
a PRSOQV faz parte do conjunto do motor, o0 quando ocorre a troca do mesmo, a
valvula é trocada também. Tais fatos exigem a sanitizacdo manual dos dados de
troca, para evitar a consideragao de trocas espurias ou que ndo estejam associ-
adas ao envelhecimento ou falha do equipamento considerado.

4.5 Analise de dados de sensores

A andlise dos dados de voo gravados por sensores pode trazer informacgdes va-
liosas sobre a degradagédo do componente estudado. Tal andlise deve ser acom-
panhada do conhecimento de especialistas. Existem inUmeros parametros moni-
torados e gravados na aeronave, fato que torna um guia indispensavel. Um dos
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Figura 4.8 - Dados de voo longe da troca.
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principais parametros a serem analisados € a pressao controlada utilizando-se a
valvula.

A Figura 4.8 ilustra os dados registrados durante um voo para a altitude da ae-
ronave e para a pressao controlada pela PRSOV de um dos lados da aeronave.
Pode-se observar que a variavel controlada apresenta um comportamento mais
oscilatério em algumas fases do voo. As oscilagdes durante a operacao em solo,
decolagem, subida, descida, pouso e taxi sdo funcbes dos disturbios causados
pelas aceleracdes e desaceleracbes do motor e chaveamento de fontes de pres-
séo.

Os indices de degradacao podem levar isso em consideragao, como valores de
transientes durante determinadas agdes do sistema, como mudangas na de-
manda de ar. O mais notavel é o anti-gelo, que consome uma boa parte do ar
que flui pela PRSOV, mas ndo é uma demanda continua. Portanto, ele causa um
transiente na variavel controlada somente quando é ligado.

A Figura 4.9 apresenta dados de voo para a mesma aeronave, porém para um
periodo futuro em relagdo a Figura 4.8. Note que a degradacao da valvula se
manifestou, com a pressao agora apresentando um perfil com maior frequén-
cia e amplitude de oscilagdo. Tal comportamento indica um possivel indice de
degradacédo do componente.

As figuras apresentam as assinaturas de uma valvula nova e de uma envelhe-
cida. Ja no cruzeiro as variagdes do motor sdo bem menos intensas, ocorrendo
somente em voos turbulentos em fungéo da resposta do sistema de controle au-
tomatico de tracéo.

Apés a troca do componente, o comportamento desta variavel retorna ao estado
anterior, quando a troca esté longe e a degradacao € baixa, pois o equipamento
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Figura 4.9 - Dados de voo préximo a troca.
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instalado € novo. A analise dos dados de diferentes sensores em diferentes con-
dicdes de voo, aliadas ao conhecimento de especialistas, traz a informacao de
quais variaveis afetam a operacao da valvula e os momentos do voo mais propi-
cios para a analise.

Algumas mensagens de falha geradas podem ser ignoradas pela tripulacéo e
certas agdes podem ser tomadas, por exemplo, certos sistemas possuem a capa-
cidade de ser reiniciados, o que faz com que seu comportamento possivelmente
volte a ser o esperado. Algumas mensagens de falha, por estarem associadas a
eventos de baixa criticidade e por contarem com a existéncias de redundancias,
podem ter como uma primeira acao reiniciar o sistema, caso isso seja devida-
mente discutido e aprovado por especialistas. No entanto, o equipamento conti-
nua degradado e as mensagens de falha vao se tornando mais frequentes. Tais
situagbes aumentam o desafio da natureza n&o-linear da degradagéo, pois ainda
ha fatores humanos na operacéo.

4.6 Construcao de indices

Os dados dos sensores das aeronaves sao continuos e medidos durante todo
0 voo, desde 0 momento em que os motores sao ligados até o0 momento em
que sao desligados. Dessa forma, contém secdes do voo que podem nédo ser de
interesse para a inferéncia da degradacao. Esses dados também sao ruidosos e
estdo sujeitos a particularidades e restricoes de operacao, que incluem altitude
de cruzeiro, disponibilidade restrita de equipamentos, ocorréncia de gelo, entre
outros.

Os dados de sensores gravados no sistema de aquisicao de dados da aeronave
estdo dispostos temporalmente: pressdes, temperaturas, estados de ativagao,
etc. Dependendo da frequéncia de leitura e gravacao, estes dados podem alcan-
¢ar um grande volume. Para utiliza-los diretamente em algoritmos de aprendi-

60



zado de maquina, uma das opcdes disponiveis é o aprendizado profundo (DENG;
YU, 2014). Contudo, tais técnicas sao custosas computacionalmente (YOU et al.,
2017) e as regras de classificacdo de uma rede neural profunda séo dificeis de
serem acessadas.

Para aliviar este problema e tornar o trabalho mais compreensivel, € interes-
sante definir indices que auxiliam a identificar degradac¢des do equipamento. Isso
torna possivel o uso de uma gama maior de algoritmos de aprendizado de ma-
quina. Neste trabalho, serao utilizados algoritmos de aprendizado de maquina
sem aprendizado profundo. Desta forma, serdo necessarios indices (também co-
nhecidos como features) que resumem certas variaveis a um conjunto de valores
unidimensionais.

E aconselhavel reduzir os dados do sensor a um Unico ponto que represente o
voo para cada caracteristica especifica escolhida. E importante notar que podem
existir diversos sensores e diversas maneiras de reduzir um voo a um namero.
Tais agbes criam um conjunto de indices que descrevem a saude da PRSOV de
uma determinada aeronave.

A reducao do voo a um conjunto de valores que podem ajudar a descrever a
degradacdo do componente vem da analise de um momento especifico do voo,
em que a operacao é estavel e a aeronave ndo esta sujeita a nenhuma mudanca
de altitude ou qualquer outro subsistema esteja exigindo ar da valvula. A Figura
4.10 ilustra um dos sensores da valvula para ambos os voos mostrados ante-
riormente no mesmo grafico, na mesma escala para um momento selecionado.
Pode-se observar que o voo préximo ao evento de substituicdo, pouco tempo an-
tes, tem a leitura do sensor de pressao mais oscilatéria, indicando um possivel
alto nivel de degradac&o. Uma observagao importante € que o controlador ainda
esta tentando corrigir a pressao para aproxima-la do ponto de ajuste, e esse é 0
motivo pelo qual a pressao média dos dois exemplos é praticamente a mesma.
Portanto, um indice pode ser construido aqui calculando o desvio padrdo em vez
da média. Como o desvio aumenta temporalmente em diferentes voos, a degra-
dacao também pode estar aumentando.

Ao calcular este indice em especifico para diversos voos do mesmo aviao, a Fi-
gura 4.11 revela como o comportamento deste indice fica com o passar do tempo
e com o aumento da degradacéao da valvula. Na figura, cada voo é representado
um dos pontos. O intervalo selecionado para ilustrar demonstra dois eventos de
troca do equipamento. O primeiro, a esquerda, € responsavel pelo baixo nivel
do indice no inicio do intervalo, pois uma valvula nova sem defeitos de fabrica
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Figura 4.10 - Comparacéao de dados de voo.
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possui uma degradacao baixa. No lado oposto, a direita, outra troca. Porém, esta
ocorre depois que a degradacao da valvula atinge um nivel inaceitavel e comega
a afetar a operacao da aeronave, até possivelmente com o sistema alertando a
tripulacédo sobre falhas do componente.

Serao analisados casos reais de baixa degradacao (voos logo apds uma troca)
a casos de alta degradacao (logo antes de uma troca). Além da componente
temporal, os indices descritos nas secdes anteriores auxiliam na determinacao
do estado de saude do equipamento. A Figura 4.11 ilustra o indice que observa a
variabilidade da presséo controlada, que é particularmente fécil de correlacionar
visualmente com a degradacdo. A analise dos dados que compdem esta figura
ajudou na definicdo dos voos a serem utilizados como entrada no modelo. Na
figura, cada ponto representa o desvio padrdao da presséo controlada para um
voo diferente.

Utilizando o mesmo processo basico, outros indices foram construidos para con-
siderar diferentes sensores e fases de voo. Assim, um voo pode ser descrito por
um conjunto de indices, compondo a base de dados que foi utilizada para trei-
nar e testar diferentes algoritmos de aprendizado de maquina. Este processo foi
aplicado individualmente nos voos, reduzindo-os a um conjunto de indices para
cada voo.

Os indices escolhidos para os dados de frota provém de diversas agregacdes
de grandezas que sao afetadas pelo aumento da degradacédo do equipamento.
Para melhor observar mudancas, o foco ficou na fase de voo de cruzeiro, pois
o comportamento € mais estavel e o aumento da degradacao causa um efeito
mais perceptivel. Em muitos momentos do voo ocorrem transientes que causam
mudancas abruptas, que podem nao ser indicativas de degradacao, mas apenas
de uma mudanca de ponto de operacao. Os indices incluem médias e desvios
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Figura 4.11 - indice construido.
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padrées de variaveis como pressao e vazao, média da derivada e indices de
estabilidade e numero de cruzamentos. Além da fase de cruzeiro, ha um indice
advindo de um transiente que ocorre durante a subida, um evento de rotina.

Os indices sao entao construidos com a ajuda de uma equipe de especialis-
tas, com conhecimento ndo apenas do sistema, mas também da operagdo em
campo, que pode ser muito diferente da operacéo tedrica. Um exemplo de deci-
sdo tomada pelo especialista pode ser a reducao dos dados de uma determinada
variavel a sua média durante uma certa fase de voo ou a medicao da oscilacao
da leitura do sensor durante um intervalo de tempo especifico. Os indices foram
renomeados com nomes genéricos para proteger a propriedade intelectual da
empresa e de seus clientes, porém sua esséncia foi preservada para manter a
compreensao académica do trabalho.
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Tabela 4.2 - Base de dados de voos.

Aeronave e Voo indice 1 | indice 2 | [...] | indice 9 | indice 10

Aeronave 1 Voo 1 37.875 | 34.099 | [...]|1.181 5.170

Aeronave 1 Voo 2 35.375 | 33.956 | [...] | 1.645 6.274

[..] [..] [..] L] -] [..]

Aeronave 98 Voo 1999 | 40.750 | 34.492 | [...] | 6.715 7.168

Aeronave 98 Voo 2000 | 38.125 | 41.614 | [...] | 4.716 11.583
4.6.1 Base de dados

O procedimento de criagdo dos indices resulta em um banco de dados em que
cada voo é uma observacdo com vérios indices que descrevem o estado de
saude do equipamento temporalmente. O banco de dados puros consiste em
uma série de aeronaves, cada uma com diversos voos, dispostos ao longo do
tempo. Em seguida, os indices sdo compilados em um banco de dados, sendo
cada linha uma observag¢ao com dez indices. A base de dados pode ser parcial-
mente visualizada na Tabela 4.2.

Cada linha do banco de dados representa um voo diferente sendo que cada ae-
ronave possui um certo numero de voos, diferente para cada uma. Para definir
os indices, € necessario conhecimento detalhado do sistema, onde a participa-
céo de especialistas € vital. Inferir a degradacdo de um equipamento baseado
apenas em dados, sem conhecimento da fisica envolvida pode trazer resultados
cuja interpretacdo nao traz acdes conclusivas. Além da fisica do sistema, é ne-
cessario compreender que dados de campo trazem desafios extras pelo fato de
néao se ter o controle das condi¢ées de contorno como se tem em laboratério.
indices bons capturam de forma mais precisa as mudancas do fendmeno ao se
aproximar das remogdes, pois 0 comportamento do componente ou sistema é
alterado conforme a degradacao aumenta.

4.7 Nivel de degradacao

O objetivo desta secao é descrever a construcao do alvo, ou seja, a variavel
a ser prevista pelos algoritmos de aprendizado de maquina. Também pode ser
entendido como a saida desejada.

O alvo é denominado nivel de degradacao e visa a vincular os dados a degrada-
¢ao do componente. A Figura 4.12 ilustra o processo por tras da construgéo do
indice de degradacéao. Primeiro, a figura representa um unico evento para uma
Unica aeronave. Cada ponto € um voo, ou seja, uma observacao de um indice es-
pecifico. O limite foi definido por inspecao visual do mesmo grafico para todas as
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Figura 4.12 - Construcao do grau de degradacao.

16 -
Indice

---- Evento

---- Linha Movel

---- Limite

14

12 4

10 A

h—’,&——'—:‘————————————————————————————

® 0

o 0®
. @t
o6 © o
o :

Desvio Padrao da Pressao Controlada
[o0]
5y e

(@)
£
‘%
0

800 900 1000 1100 1200 1300 1400 1500 1600 1700
Numero do Voo

aeronaves. Observa-se que, para voos distantes do evento, a maioria dos pontos
esta abaixo do limite, com excegdo de alguns valores discrepantes. A medida
que o evento se aproxima, os pontos tendem a ficar acima do limite, mas néo
completamente.

Mesmo com o componente degradado, os efeitos da degradagédo sao estimula-
dos por disturbios externos, como oscilacdo de pressao de entrada, sendo que
o impacto desses disturbios pode variar com a condicao de operacao. Os efeitos
sao diferentes se a pressdao média de entrada for maior ou menor e também mu-
dam conforme o ponto de operacéo, que muda com a missao planejada para um
determinado voo.

A ideia é obter a porcentagem do niumero de pontos acima do limite ao lado di-
reito da linha vertical mével. A medida que essa linha se move para a direita,
essa porcentagem aumenta, porque um numero maior de pontos se encontra
acima do limite em relacdo ao numero total de pontos restantes. Isso € chamado
grau de degradacao, cujo comportamento € ilustrado pela Figura 4.13. Os dados
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Figura 4.13 - Grau de degradacao - unico evento.
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ilustrados representam uma aeronave especifica e um unico evento de troca. Ha
um claro aumento em seu valor a medida que o evento se aproxima, simples-
mente porque ha mais pontos acima do limite em relacdo ao total a medida que
a linha mével caminha para o lado direito do grafico, aproximando-se do evento.

No entanto, a curva ainda é ruidosa. O grau de degradacao de todos os eventos
de troca desta aeronave especifica é ilustrado na Figura 4.14. E possivel obser-
var que, embora haja um aumento no grau de degradacao a medida que cada
evento se aproxima, o valor maximo é diferente a cada vez.

Um filtro de Kalman foi entdo aplicado a essa curva para extrair uma tendéncia
mais suave para cada janela de evento separadamente e em seguida a curva re-
sultante foi normalizada em cada janela. O resultado dessa operacéo é ilustrado
em 4.15. O motivo da normalizacdo se deve ao fato de que, entre cada evento,
0 processo € reiniciado e a degradacao deve ser reduzida a zero, resultando
em um aumento no valor ainda claro, mas mais suave. No entanto, os valores
maximos diferem para cada evento.
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Figura 4.14 - Grau de degradacao - multiplos eventos.
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Figura 4.15 - Grau de degradacao - filtro de Kalman.
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O grau de degradacgéo foi usado para construir o alvo de classificagdo para o
aprendizado de maquina. Uma analise comparativa considerando diversas fra-
cbes do valor maximo de grau de degradacao filtrado para todo o conjunto de
dados permitiu a identificacdo de um critério para cada evento. Metade do grau
maximo de degradacao de cada evento, apds a aplicacao do filtro de Kalman, foi
considerado um ponto de inflexdo em que a degradacéo atinge um estado Alto,
vindo de um estado Baixo anterior. Este valor foi definido por ser relativo a cada
troca, pois os valores maximos do grau de degradacao sao diferentes para cada
evento de troca. A observacao da construgdo para a base de dados completa
permitiu estimar um valor inicial para estimar o nivel de degradacao.

Esse processo cria um indicador, baseado em classe, chamado nivel de degra-
dacdo. Ele contera apenas dois valores possiveis: baixo e alto, sendo o primeiro
guando estiver antes da linha de alta degradacao e o segundo apoés ela. A Figura
4.17 ilustra o resultado do processo. Esse indice foi calculado para todos os even-
tos de todas as aeronaves, criando o alvo para os algoritmos de aprendizado de
maquina que serao explorados em um capitulo posterior. Devido as limitagbes de
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Figura 4.16 - Construcao do nivel de degradacéo - aplicacao de filtro.
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Figura 4.17 - Nivel de degradagéo.
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alguns algoritmos para trabalhar com dados categoéricos, os nomes das classes
foram alterados para Falso (Baixo) e Verdadeiro (Alto), mudando a interpretacao
para se o componente esta em um estado de alta degradacao ou néo.

Este passo conclui o tratamento preliminar e organizacdo do dados de campo,
advindos de frotas de aeronaves reais.

4.8 Analise Exploratoria de Dados

Um passo importante em trabalhos que utilizam dados abundantes chama-se
Analise Exploratéria de Dados (AED). John Tukey (TUKEY, 1977) a definiu como
um procedimento para analisar dados, maneiras de planejar o acimulo de dados
de forma que sua andlise seja mais facil e precisa, bem como a definicdo dos
artificios matematicos e estatisticos a serem aplicados durante a analise.

A AED aplicada neste trabalho possui 0s seguintes objetivos:

» Descobrir comportamentos inesperados.

» Encontrar lacunas onde ndo se possui dados.
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 Sugerir hipbteses iniciais.
 Selecionar indices apropriados.

* Verificar a validade das premissas.

Os dados sao provenientes da operacao de diversas aeronaves e linhas aéreas
diferentes, realizando rotas aéreas variadas. Portanto, é natural que existam mui-
tas diferencas entre si, como protocolos, linhas aéreas e paises. Tais diferencas
podem ser refletidas nos dados, introduzindo comportamentos inesperados que
podem ser interpretados como outliers. Protocolos de operagao diferentes po-
dem levar a condigdes de operacgao diferentes, que complementados por con-
dicbes ambientes diferentes podem estimular o sistema de forma diferente, de
modo que as diferencas de componente para componente provenientes do pro-
cesso produtivo somadas as diferengas provenientes do processo de degradacao
e envelhecimento levam a efeitos diferentes.

Existem muitas lacunas nos dados analisados de campo. Podem n&o existir da-
dos de sensores para um grande intervalo de tempo, por diversos motivos: erros
de gravagao ou armazenamento, compartilhamento parcial, manutencéo de sen-
sores e elementos de gravacao. Porém, podem existir dados de manutencao e
falha para o mesmo periodo. Isto ocorre porque estes dados provém de bases
diferentes. A falta total de dados pode atrapalhar a correlacdo entre dados de
sensores e falhas. Além disso, a criacdo dos indices para a analise cria outra
categoria de lacuna, pois muitos voos ao serem reduzidos aos indices acabam
sendo filtrados e ndo s&o criados por conta da operacéo. Por exemplo, a aero-
nave possui duas valvulas PRSOV que em operagao normal agem independente-
mente, uma em cada lado da aeronave. Existe a possibilidade de utilizar apenas
uma, mas a operacao fica restrita e ja ndo € mais representativa de um cenario
de degradacao gradual. Portanto, voos que apresentam tal situacdo devem ser
descartados.

Parte da AED consiste em observar o comportamento dos dados com o auxilio
de graficos. Certos tipos como histogramas, boxplot e graficos de distribuicdo
pontual podem ser ferramentas poderosas na andlise. Ao escolher cuidadosa-
mente a categoria de grafico, os dados se tornam observaveis visualmente, e
com a experiéncia do especialista, € possivel identificar tendéncias e limites que
podem ser dificeis que se detectar matematicamente ou computacionalmente.

ApG6s cada voo ter sido reduzido a uma coleg¢édo de indices, um grafico de um
dos mesmos pode ser usado para observar a degradagao da valvula temporal-
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Figura 4.18 - indice para uma Unica aeronave por data.
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mente, considerando os eventos de substituicdo. Pode-se observar que, embora
o comportamento mude, é dificil identificar uma tendéncia clara nos dados rui-
dosos, como visto na Figura 4.18. Os dados sao ilustrados como uma colecao
de pontos, cada um representando uma linha do banco de dados para um indice
especifico, neste caso, limitado a uma aeronave especifica.

Os dados sao proveniente de varios voos de uma unica aeronave, ao longo de
muitos meses. E possivel observar que os dados estdo em um intervalo especi-
fico até que ocorre uma mudanca repentina no comportamento a medida que 0s
dados se aproximam do evento que se deseja prever, no caso a troca do equipa-
mento de interesse. No entanto, ainda ha um grupo de pontos na faixa inferior,
com baixos valores. Isto se deve ao fato da operacao conter sutilezas néo pre-
sentes em modelos computacionais ou experimentais, além da degradacgao ser
um fenédmeno nao-linear e complexo. As lacunas nos dados ocorrem porque eles
estdo ilustrados pela data do voo e faltam dados para os periodos em branco.
Os motivos incluem falta de registro para esses voos especificos, corrupg¢ao dos
arquivos registrados no computador da aeronave e operacéo fora do envelope
considerado.

As técnicas de andlise usadas, desde histogramas simples até algoritmos de
aprendizado de maquina, interpretam esses dados como uma colecao de pon-
tos. A Figura 4.19 ilustra os dados sem lacunas, ja que valores inexistentes nao
sdo computados nesses calculos. Para o indice ilustrado, € possivel identificar
que, a medida que um evento se aproxima, o valor do indice comecga a aumen-
tar. Entretanto, ndo ha um padrao facil de identificar, pelo menos visualmente,
mesmo quando se observam os mesmos graficos para o restante das aeronaves
na base de dados.
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Como pode ser visto na Figura 4.19 para os dois primeiros eventos, 0 aumento
do valor a medida que cada evento se aproxima € muito acentuado e proximo
ao evento. No entanto, para o terceiro evento, 0 aumento comeca mais cedo e
€ mais suave. Por esse motivo, técnicas de tendéncia e filtragem serdo usadas
antes do aprendizado de maquina. Contudo, antes foi necessério aplicar os con-
ceitos de AED para selecionar os indices que realmente foram apresentados aos
algoritmos de aprendizado de maquina.

Figura 4.19 - indice para uma Unica aeronave.
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4.8.1 Selecao de indices

Para obter uma melhor compreensao dos dados, foi realizada uma analise bivari-
ada em relacao a classe-alvo. A Figura 4.20 ilustra um boxplot para dois indices,
separados por classe-alvo. Pode-se observar que as distribuicoes estdo muito
préximas para o indice seis, o que pode indicar ndo haver diferenca no compor-
tamento das classes-alvo para esse indice especifico. Entretanto, ha uma clara
diferengca em ambas as distribui¢cdes por classe para o indice cinco. Isso signi-
fica que esse indice apresenta alguma diferenca e pode ser util para identificar o
nivel de degradacao.
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Figura 4.20 - Boxplot dos dados puros.
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Outra ferramenta interessante e Util na andlise exploratéria € um mapa de calor
(heatmap), uma representacao grafica dos dados em cores que mostra a corre-
lacdo de Pearson (DESHPANDE, 2018) entre as variaveis. Nessa aplicacao, a
informacgao obtida é a correlacéao entre os indices. A Figura 4.21 revela haver al-
guns indices ligados, como os indices trés, cinco e dez. Isso significa que esses
indices podem se comportar de maneira semelhante a medida que a degradacao

aumenta com o tempo.

Figura 4.21 - Mapa de calor dos indices.
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A anadlise do mapa de calor também revela que alguns indices tém uma correla-
cao negativa. Isso significa que, a medida que cada evento se aproxima, esses
indices terdo um comportamento inverso. Em outras palavras, eles diminuirdo
a medida que outros aumentarem, como a relagao entre os indices um e cinco.
Isso pode prejudicar o desempenho de alguns algoritmos de aprendizado de ma-
quina, portanto, esse indice deve ser usado com cuidado. O uso de todas essas
informacodes guiou a selecao dos indices (NETTLETON, 2005) que compuseram
a entrada dos algoritmos de aprendizado de maquina. Os indices com alta cor-
relacdo podem ser redundantes e os indices que agem de forma oposta uns aos
outros podem prejudicar o desempenho do algoritmo.

Os indices escolhidos baseiam-se em ferramentas estatisticas, como médias e
desvios. Além de simples operacoes, critérios de estabilidade como numero de
cruzamentos de um determinado valor em um intervalo especifico também com-
pdem os indices escolhidos, que sdo baseados em caracteristicas fisicas como
pressao, vazao e corrente do motor de torque da valvula.

4.9 Filtragem dos indices

E dificil identificar uma tendéncia nos dados puros, por isso pode ser (til a apli-
cacgao de técnicas de filtragem de dados para tentar identificar tendéncias. Além
disso, alguns filtros podem conseguir diminuir ruidos nos dados ou até remové-
los, embora com a desvantagem de dificultar a observacéao de alguma eventual
tendéncia. A comparacao dos resultados de todas as técnicas de filtragem foi
parte do foco deste trabalho, para descobrir se ha um filtro especifico que pro-
duza bons resultados para essa classe de problema. As técnicas escolhidas fo-
ram:

Média movel

Maximo moével

Desvio padrao mével

Mediana moével

Média ponderada exponencialmente

Filtro de Kalman

Algumas dessas técnicas sédo basicas, sendo escolhidas para estabelecer um
padrao de referéncia, como a média movel. O filtro maximo movel foi escolhido
porque alguns indices tendem a aumentar de valor a medida que o evento a ser
previsto se aproxima. O desvio padrao foi escolhido para complementar a média.
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A mediana foi selecionada para capturar informacdes quando houver distor¢ao
nos dados, além de ser menos suscetivel a valores extremos e discrepantes.

A média ponderada exponencialmente apresentou resultados interessantes na
deteccao da variabilidade do processo (HUWANG et al., 2009). Esse filtro tam-
bém se mostrou eficaz ao lidar com lacunas vazias de dados para previsdo em
tempo real (FINCK; PEDROLLO, 2021). O filtro de Kalman é uma técnica mais
avancada que se mostrou util na filtragem de dados de sensores para estima-
tiva de vida util restante (BAPTISTA, 2018). Esses filtros mais avangcados tam-
bém foram escolhidos para verificar se sdo necessarios ou se uma abordagem
mais simples pode ser suficiente. E esperado de certa forma que tais técnicas
apresentem desempenho superior as mais simples, no entanto a aplicacao ira
confirmar ou rejeitar tal hipdtese.

Para analisar melhor a tendéncia visualmente, os diferentes filtros serao apli-
cados nos dados de um uUnico evento de uma mesma aeronave. As diferentes
técnicas de filtragem sdo apresentadas na Figura 4.22. E importante observar
que os filtros de janela mével ainda sao ruidosos, o que pode significar que nao
conseguiram extrair uma tendéncia suave dos dados puros, tal € o nivel de ruido
contido nos mesmos. O filtro de Kalman apresenta um aumento pequeno no va-
lor ao longo do eixo horizontal, indicando a presenca ainda de um grande nimero
de pontos de baixo valor préximo ao evento.

E possivel observar que alguns ainda sdo ruidosos, mesmo quando se aproxi-
mam do evento. O filtro de Kalman parece ter captado melhor a dindmica do que
os outros, com o menor nivel de ruido, mas o aumento da tendéncia ainda é
pequeno, mesmo apds rodadas de ajuste das covariancias.

Pode-se observar claramente que a média e a mediana méveis ainda sao ruido-
sas, dada a variabilidade do préprio processo fisico e dos fatores que o afetam,
como as decisdes de campo da tripulacado da aeronave e as decisdes de manu-
tencédo da companhia aérea. O mesmo pode ser concluido para o desvio padrao
mével.

O maximo movel parece ter capturado melhor a tendéncia, pois muitos indices
sempre aumentarao seu valor a medida que cada evento se aproxima. A média
ponderada exponencial apresenta algum nivel de ruido, como os filtros moveis.
A aplicagao do filtro de Kalman resulta em uma boa linha crescente, mas néo tao
pronunciada quanto os préprios dados puros.

A andlise exploratoria dos dados filtrados revelou informagdes Uteis. Um Unico
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Figura 4.22 - Efeito de cada filtro nos dados puros.
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indice foi escolhido para ilustrar essa andlise, o indice cinco, porque apresenta
uma tendéncia de aumento mais pronunciada a medida que o evento se apro-
xima. Os boxplots bivariados dos dados filtrados sao apresentados na Figura

4.23.
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Figura 4.23 - Boxplot dos dados filtrados.
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E possivel observar que os filtros de fato oferecem um beneficio. Por exemplo, a
média moével simples. O primeiro quartil da classe Alta agora comeca depois que
o terceiro quartil da classe Baixa termina, indicando que a sobreposi¢ao desse
indice especifico esta diminuindo. A média movel e a mediana moével apresen-
tam uma distribuicdo muito semelhante, o que indica que a distribuicdo deste
indice tende a ser normal. A média ponderada exponencialmente também é se-
melhante aos outros filtros de média. O filtro de Kalman resulta em um intervalo
interquartil mais restrito. Algumas aeronaves apresentam uma degradacao muito
subita, o que contribui para a dificuldade de generalizar as suposicoes inferidas
pelos filtros.
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4.10 Aprendizado de maquina

Os algoritmos de aprendizado de maquina avaliados foram:

Arvore de classificacdo

Floresta aleatéria

Gradient boost

K-Neighbors

Support Vectors

Redes Neurais

Esta selecao ocorreu por conta do nivel de complexidade diferente de cada uma,
além da capacidade para classificacdo, diferencas da facilidade de acesso as
regras de classificacdo e recursos computacionais necessarios. Estas diferen-
tes caracteristicas serao discutidas posteriormente, avaliando a adequacao para
aplicac6es como a deste trabalho, além de consideragdes sobre desempenho e
complexidade.

Os dados foram separados em treinamento e teste com uma proporcao desejada
de 75% para o treinamento/validagéo e 25% para o teste. A divisdo foi feita no
nivel da aeronave, ndo no nivel do voo, ja que os voos estdo em uma linha do
tempo e precisam estar juntos. Entretanto, como o nimero de voos por aeronave
é diferente, a divisdo entre treinamento e teste ndo foi uma proporcao perfeita.
Quando esses fatos sao levados em consideracao, a divisao final ficou em 77% /
23%, com o0 numero de observagdes sendo 42535 para o conjunto de treinamento
e 12567 para o conjunto de teste.

Como um dos focos da parte direcionada por dados de frota é avaliar os filtros,
foi escolhida uma técnica simples de aprendizado de maquina, a arvore de clas-
sificagdo, com uma configuracado simples: critério de impureza de Gini para a
classificagdo, sem limites para a profundidade da arvore e sem pesos para as
folhas ou para as classes. O Unico parametro definido de forma diferente de uma
construcao padréao foi a consideracao da poda de complexidade de custo minimo
para evitar uma arvore com overfitting.

Para encontrar o parametro de complexidade que produziu os melhores resulta-
dos, foi realizada uma analise que retorna o parametro de complexidade efetivo
(a) e as impurezas em cada etapa do processo de poda. A medida que « au-
menta, mais da arvore é podada. Isso, por sua vez, eleva as impurezas a niveis
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Figura 4.24 - Poda de complexidade de custo minimo.
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mais altos, o que faz com que a arvore cometa mais erros e afeta a pontuagéo.
Um « ideal deve ser escolhido para que a arvore seja um bom generalizador,
mas também apresente uma taxa de erro aceitavel. Essa analise foi executada
no conjunto de treinamento e cada arvore resultante foi entdo aplicada no con-
junto de teste. Ao observar a precisao da arvore a medida que a aumenta, foi
possivel escolher um ponto ideal, conforme ilustrado na Figura 4.24. O ponto
com a melhor relag&o entre a precisdo do conjunto de treinamento e do conjunto
de teste esta em o = 0.005. A arvore final foi entdo construida e treinada com
esse valor.

A floresta foi criada com 100 arvores, sem poda. O Gradient Boost teve 100
estimadores com critério de qualidade sendo o erro quadratico médio. O K-
Neighbors foi configurado com 5 vizinhos com pesos uniformes e métrica de
distancia sendo a normal euclidiana. Para o SVM, o kernel escolhido foi o Radial
Basis Function pois € uma escolha comum para classificacdo. A Rede Neural foi
criada com trés camadas escondidas com 20 neurénios cada.

4.11 Geracao de dados sintéticos

Os objetivos da geracao de dados sintéticos sdo: emular o comportamento real
através da utilizacdo do modelo validado e gerar dados adicionais para aumentar
a assertividade dos algoritmo de aprendizado de maquina. A Figura 4.25 ilustra
um exemplo de evento de troca para uma aeronave, provenientes dos dados de
campo e utilizado como exemplo para a geragao sintética. O indice apresentado
se correlaciona com a variabilidade da pressao controlada. Conforme o tempo
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Figura 4.25 - Exemplo de dados de campo para a geracao de dados sintéticos.
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passa e valvula envelhece, o controlador ndo consegue mais compensar a de-
gradacao e a pressao passa a ser mais oscilatoria, caracteristica discutida na
Secao 4.5 e esta oscilacao se traduz em um desvio padrao maior.

A geracgédo de dados sintéticos utiliza o0 modelo validado, descrito na Se¢éo 4.2.1.
As diferencas do modelo no modo de validacdo e de execucéo estdo nas entra-
das. No modelo em modo de validacao, as entradas sao as leituras dos sensores
do voo. No modo de execugao, as entradas dindmicas do modelo sdo a pressao
de entrada da valvula, a pressdo ambiente e a presséo de referéncia. Os indi-
ces da base de dados mais importantes, isto €, mais bem correlacionados com
as trocas, foram extraidos da fase de cruzeiro do voo, conforme visto na Segéao
4.8.1. Sendo assim, a geracéo de dados sintéticos focou nesta fase, onde a alti-
tude e a pressao de entrada da valvula podem ser consideradas constantes, pois
nao ha demandas que possam causar oscilagdes na pressao.

No entanto, impor valores constantes nas entradas significa que o modelo sem-
pre trarda a mesma resposta para o mesmo nivel de degradacédo. A pressao lida
na entrada da valvula em um voo possui ruido, pois € advinda do motor. A ae-
ronave possui sistemas que controlam a tracdo do motor para manter o voo na
velocidade e altitude corretas, o que faz com a pressao apresente certo nivel
de ruido. Além disso, caracteristicas construtivas do motor e do sistema causam
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pequenas variagdes ao longo do voo. Através de uma analise estatistica da base
de dados, encontra-se a distribuicdo estatistica para as variaveis de entrada do
modelo.

Para simular uma entrada como a de campo, um ruido marrom é inserido na en-
trada sintética constante de modo que a pressao se torne similar a de campo. O
ruido marrom é a integral do ruido branco (GARDINER, 2004) e sua aplicacao
em teoria de sinais é chamada de processo de Weiner (GALLEANI; COHEN,
2006). Este tipo de ruido foi selecionado em favor do branco para filtrar frequén-
cias muito altas ndo observadas nos processos fisicos envolvidos nas pressdes
na entrada da valvula.

Assim, é utilizado um ruido branco seguido de um integrador, na forma de uma
funcédo de transferéncia de primeira ordem (OGATA, 2010), descrita na Equa-
cao 4.9, onde 7 é a constante de tempo e K o ganho de estado estacionario.
Esta fungéo também é conhecida como filtro passa-baixa. Este ruido € somado
pressao media entre todos 0s voos reais, criando uma pressao ruidosa cujo com-
portamento é similar a de campo.

F(s) = Tsli : (4.9)

A Figura 4.26 ilustra um exemplo de sinal de presséo real e dois sinais sintéticos,
obtidos através do ajuste dos parametros da funcéo de transferéncia. Adicional-
mente, a semente utilizada para iniciar o algoritmo gerador de numeros pseudo-
aleat6rios também € variada, gerando uma nova distribuicdo de ruido branco a
cada rodada, que por sua vez é integrado e entdo somado ao valor médio da
pressao.

Para obter voos do modelo que representem os voos de frota, é necessario variar
os fatores associados a degradacao da valvula, aumentando-os a cada voo. Para
representar fielmente a degradacéo ao longo do tempo, serdo observados exem-
plos de dados reais, provenientes da base de dados apresentada na Se¢éao 4.6.1.
Um processo iterativo visual foi utilizado para selecionar o vetor de degradacéo,
rodando a simulagéo diversas vezes e observando a resposta até encontrar o
conjunto de parametros de degradacado que emula o comportamento do exem-
plo, ilustrado na Figura 4.27. Note que o comportamento € similar, demonstrando
a adequacao do modelo para diversos niveis de degradacao.

Contudo, apesar de similar, o indice € muito regular, o que faria com que algorit-
mos de aprendizado de maquina capturassem perfeitamente a degradag¢édo, com
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Figura 4.26 - Entrada de pressao para a geracao de dados sintéticos.
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Figura 4.28 - Dados sintéticos néo perfeitos.
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o0 risco do algoritmo utilizar o nUmero de amostras para fazer inferéncias, igno-
rando outros indices caso a correlacao apresente niveis mais altos. Existe uma
variabilidade na fisica associada ao movimento do pistdo da valvula em funcao
de pequenas folgas e certo desalinhamento do pistdo em relacdo a camisa, que
por sua vez afeta o nivel de atrito e a qualidade do assentamento do selo de
vedacao do pistéo.

Para evitar tal comportamento, 0 aumento de degradacao € adicionado de um
ruido, na forma de uma distribuicdo normal deslocada, com média diferente de
zero e desvio padrao diferente de um. Isto causa um efeito aleatério leve nas va-
ridveis do modelo que controlam a degradacao, que ainda mantém a tendéncia
de crescimento mas deixa de ser facilmente previsivel. O resultado desta opera-
céo é ilustrado na Figura 4.28. O objetivo € emular o comportamento médio dos
indices observados na base completa dos voos de campo.

A observacao dos dados de frota revela ainda dois principais tipos de degrada-
céo: gradual e subita, ilustrados na Figura 4.29 pelo indice que acompanha o
desvio padrao da leitura do sensor de pressdo. As condi¢coes que ditam a de-
gradacado dependem de diversos fatores como caracteristicas construtivas da
valvula, pressao de entrada, carga de operacdo, acées de manutencgdo, entre
outros. Assim, é possivel que a degradacao se manifeste de maneira diferente
para valvulas diferentes, mesmo que pertengcam a mesma aeronave.
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Figura 4.29 - Degradacao nos dados de frota (a) Gradual e (b) Subita.
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Portanto, a geracéo de dados sintéticos deve considerar ambos tipos de degra-
dagao. E importante dizer que embora possam existir outros tipos, estes dois sdo
0s mais comuns e foram representados pelo modelo do equipamento.

4.12 Analise exploratéria de dados sintéticos

A geracéao de dados sintéticos prosseguiu com um processo iterativo, utilizando
o modelo validado e as entradas descritas na subse¢ado anterior para gerar mi-
lhares de voos sintéticos, que passam pelo mesmo tratamento e processo de
criacdo de indices do que os voos de campo, criando uma base de dados de
voos sintéticos que emula a base de dados de campo, demonstrada na Tabela
4.3.

No entanto, como o modelo é utilizado para simular apenas uma fase do voo,
nem todos os indices existem na base sintética, pois alguns estdo associados a
transientes que ocorrem em fases de voo que n&o estédo representadas no mo-
delo. Contudo, apés a selecao dos indices na Secao 4.8.1, onde apenas alguns
foram selecionados e mantidos para as analises de aprendizado de maquina, a
base de dados sintéticos foi gerada com os mesmos indices, que contém apenas
aqueles que podem ser reproduzidos pelo modelo.

O objetivo da utilizagdo do modelo é representar a operagado da valvula livre de
efeitos externos, como instalacdo, manutengao sem troca, efeitos do controlador
e do piloto e consideragfes operacionais. Os parametros do modelo consideram
variagdes de pressdo associadas aos diferentes perfis de voo, agdo do piloto
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Tabela 4.3 - Base de dados de voos sintéticos.

Aeronave e Voo indice 1 | indice 2 | [..] | Indice 5 | indice 6
Aeronave 1 Voo 1 0.181 1.170 [...] | 1.181 5.170
Aeronave 1 Voo 2 0.51 1.280 [...] | 1.645 6.274
[...] [..] [..] ] ][] [...]
Aeronave 30 Voo 1999 | 6.685 4.960 [...] | 6.715 7.168
Aeronave 30 Voo 2000 | 5.715 5.860 [...] | 4.716 11.583

Figura 4.30 - Boxplot dos dados puros sintéticos.
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Baixa Alta
Degradacéo

automatico bem como aceleragdes e desaceleragdes comandadas pelo piloto.

A partir da base de dados sintéticos, foram realizadas as mesmas andlises ex-
ploratérias para verificar se os indices da base sintética estdo capturando os
fendmenos reais corretamente. A Figura 4.30 apresenta o boxplot bivariado para
o indice que representa a dispersédo dos dados de pressdo. Em comparagcao com
os dados de frota, existe uma separacao mais pronunciada nos dados de modelo.
Isso se deve ao fato de que a degradagédo no modelo pode ser controlada e para
gue o algoritmo de aprendizado consiga diferenciar classes com mais facilidade,
0s parametros que associados a degradacao foram selecionados de forma que
esta separacao apresentasse maior diferenca entre as classes.

4.13 Analise hibrida

A andlise hibrida utiliza dados de frota e dados sintéticos no treinamento com o
objetivo de enriquecer a base de dados e apresentar ao algoritmo de aprendizado
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de maquina exemplos de degradacgao gradual ideal, pois este € o comportamento
esperado teoricamente. Na pratica, as questdes operacionais e variagées de ma-
nufatura tendem a criar dados ruidosos que desviam do padrdo de degradacao
comum e atrapalham o treinamento do algoritmo de aprendizado de maquina.

Para analisar com maior precisédo a influéncia dos dados sintéticos no treina-
mento em conjunto com dos dados de frota, a proporcdo de dados sintéticos
para dados de frota foi considerada. Assim, foi possivel analisar se o aumento
da quantidade de dados sintéticos no treinamento se traduz em aumento de de-
sempenho do aprendizado de maquina. Em relagdo ao dados de teste, estes
foram mantidos apenas com dados de frota, pois o objetivo é aplicar o algoritmo
treinado na operacgao real.

A utilizagdo de dados hibridos tem o objetivo de esclarecer para o algoritmo
de aprendizado de maquina como € a evolugdo esperada da degradacdo do
componente. O fato do sistema possuir um controlador que esta constantemente
tentando compensar a degradacgao pode dificultar a interpretacdo dos dados em
relacdo a degradacado, conforme observado na Figura 4.31. Antes do primeiro
evento de troca, a tendéncia de aumento do indice é clara. No entanto, para o
ultimo evento, muitos pontos ainda se mantém com baixo valor mesmo quando
a troca esta préxima.

Compensar variagdes e degradacoes € uma das funcdes dos sistemas de con-
trole. A figura ilustra dados de frota, todos da mesma aeronave. A degradacao
o primeiro evento de troca é bem mais ruidosa e menos pronunciada do que a
do segundo. Isto pode significar que a troca da valvula pode ter sido prematura,
visto que a degradacao do segundo evento atinge niveis bem mais altos antes
do evento de troca.

A utilizagao de dados sintéticos em conjunto com os dados de frota durante o trei-
namento tem o objetivo aumentar a importancia das observag¢des de degradacao
proxima a ideal e diminuir o peso das degradacdes néo ideais, onde a troca pode
ter sido prematura. Na pratica, estas trocas ocorrem por conta de mensagens de
falha, que sédo ativadas em determinadas condi¢des. Para este sistema em par-
ticular, estas mensagens tendem a ser estritas demais. Estas mensagens sao
utilizadas para monitorar diversos parametros do sistema, e ditam se o compo-
nente estd em estado de falha ou n&o.

Estas mensagens sdo emitidas quando, de acordo com os resultados dos célcu-
los e comparagdes das l6gicas de monitoramento, os limites definidos como néo
aceitaveis sao atingidos. No entanto, os algoritmos dessas légicas ndo acompa-
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Figura 4.31 - Degradacdo nao-ideal / Degradacéo ideal.
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Figura 4.32 - Exemplo de degradagao nao continua ao longo do tempo.
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nham a degradagao no tempo, apenas o estado atual, o que as torna vulneraveis
a picos espurios, levando a troca precoce.

Nos dados de frota a degradagdo nao é estritamente crescente, o que dificulta
a correlacao dos dados com a classe de degradacao. A Figura 4.32 ilustra outro
exemplo de uma degradagdo ndo continua, onde o mesmo indice das figuras
anteriores ainda apresenta muitos pontos na parte inferior do gréafico, mesmo
proximo do evento de troca da valvula.

Tal comportamento anémalo causa problemas para os algoritmos de classifica-
cao supervisionados, pois ha observacbes com valores similares para ambas
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as classes. Embora ainda se perceba que ha um aumento no valor do indice
guando o evento de troca se aproxima, muitos pontos ainda permanecem com
valores baixos, tipicos de baixa degradacéo. Estes pontos causarédo erros du-
rante o aprendizado ao apresentar exemplos de entrada similares mas com rétu-
los de saida diferentes.

Para melhorar o aprendizado, o modelo foi usado para gerar exemplos onde
tais caracteristicas nao ocorrem, com o objetivo de apresentar exemplos para
o aprendizado de maquina nos quais a evolugao da degradacao esta mais pro-
xima do ideal, tanto para evitar falhas inesperadas como para tentar prolongar a
vida 0til do equipamento.

E importante deixar claro que tipicamente varios parametros podem ser utiliza-
dos nos monitores das falhas, no entanto, quando n&o bem projetados ou quando
projetados com margens minimas, esses monitores podem ser acionados de
forma espuria e causar remogdes precoces.

A analise hibrida considerou apenas dados de frota para o conjunto de teste.
Para o treinamento, a proporcao de dados sintéticos foi variada de 0% a 50%
em relacdo aos dados de frota. Dessa maneira, foi possivel analisar o efeito
da quantidade de dados sintéticos no treinamento hibrido. Caso a mudanca de
desempenho continue a crescer, esta propor¢cao poderia aumentar. No entanto,
para uma propor¢cao maior do que 50%, seria impreciso dizer que os dados de
frota sdo auxiliados pelos sintéticos e ndo o contrario.

A hipétese é que haja uma melhora, pois os algoritmos de aprendizado de ma-
quina terdo mais exemplos de degradagdes nominais. As trocas ao inicio da
degradacéo, interpretadas como trocas precoces, que ocorrem na operagao de
frota terdo menos exemplos relativamente as trocas que ocorrem quando a val-
vula esta em um estado avancado, porém aceitavel, de degradacao.

A Figura 4.33 ilustra como ficam os boxplots do indice que mede a variabilidade
da pressdo para dados puros em comparagdo com os mesmos dados porém
acrescidos de dados de modelo até que estes componham 50% da base de da-
dos. A mudancga é sutil e esta presente no fato que a sobreposicao das classes
diminuiu, com a classe Alta se iniciando apés o término da classe Baixa. Além
disso, as classes abrangem um maior intervalo antes dos dados serem consi-
derados outliers. A inclusao dos dados sintéticos é considerada adequada, pois
nao altera a composi¢éo fundamental dos dados de frota, apenas insere novas
informagdes que tendem a aliviar problemas de classificagdo ao eliminar casos
ambiguos.
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Figura 4.33 - Boxplot para o mesmo indice com proporgdes diferentes.
Dados de frota Dados hibridos 50%

Baixa Alta Baixa Alta
Degradagéo Degradagéo

Conforme as andlises exploratérias de dados revelaram, os dados de frota e
de modelo possuem caracteristicas semelhantes quando observados apenas as
degradacbes graduais e com baixo ruido da frota, ou seja, excluidos os casos
andémalos. Tais casos podem ser tratados em operacéo real pelas mensagens
de falha da aeronave, pois em alguns casos a valvula ainda poderia operar por
mais tempo, pois ela pode ndo estar na zona de alta degradagéao quando aplicado
0 mesmo critério para todas as aeronaves.

4.14 Resultados esperados

O principal resultado esperado é uma melhoria na estimativa do nivel de degra-
dacao do equipamento quando dados sintéticos sédo utilizados em conjunto com
dados de frota. A melhoria foi suportada por dados reais de frotas aéreas e pelo
conhecimento da fisica do sistema para dar significado para a analise estatistica
e de aprendizado de maquina.

Adicionalmente, uma comparacao entre os métodos mais classicos de apren-
dizado de maquina trouxe informagdes valiosas sobre suas aplicabilidades no
campo de PHM. Alguns métodos sdo muito mais complexos e custosos compu-
tacionalmente do que outros — SVM e Arvores de Classificagao, por exemplo.
Caso uma arvore apresente desempenho como uma rede neural, a preferéncia é
de técnicas mais simples, pois sdo mais faceis de projetar e compreender, além
de apresentarem menor tempo de processamento. Outra caracteristica que foi
considerada foi a facilidade de acesso as regras de aprendizado. Por exemplo,
obter o raciocinio usado por uma arvore € mais facil do que para um SVM, que
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se trata de uma técnica que nao permite acesso as suas regras de classificacao.

O algoritmo de aprendizado de maquina utilizado em primeiro lugar foi a Arvore
de Classificacdo, com a finalidade de verificar o desempenho de uma técnica
de aprendizado de maquina relativamente simples, computacionalmente nao de-
mandante e que permite acesso as regras de classificagdo. Esta ultima carac-
teristica € importante para avaliacdo de técnicas de aprendizado de maquina
aplicadas a classe de problema analisada neste trabalho, pois permite ao pes-
quisador avaliar quais os indices mais importantes e quais valores destes indices
determinam pontos de atencao. Outro algoritmo analisado com mais detalhes foi
o SVM, devido a alta dimensionalidade dos dados de entrada, além do grande
volume e das diferentes fontes.

Os efeitos das aplica¢des dos diferentes filtros apresentados na Se¢éo 4.9 foram
analisados. Os dados de frota sdo ruidosos e apresentam alto nivel de disper-
sdo, tornando a aplicagdo de filtros natural. E esperado que os efeitos dos filtros
melhorem as respostas dos algoritmos de aprendizado, pois tendem a diminuir a
dispersao e o ruido.
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5 RESULTADOS E DISCUSSAO

Nesta secdo serdo apresentados os resultados das andlises conduzidas. Primei-
ramente, aquelas com apenas dados de campo. Em seguida, apenas dados de
modelo. Finalmente, com ambos conjuntos de dados juntos. Para todas as ana-
lises, serdo verificados os efeitos da aplicacao de diferentes filtros, assim como
a utilizacao de diversos algoritmos de aprendizado de maquina de complexidade
diferentes. Para analisar o desempenho dos algoritmos e seus conjuntos de en-
tradas, serdo utilizados os conceitos definidos na Secao 3.5. A matriz de confu-
séo e as métricas que dela derivam descrevem o desempenho dos algoritmos de
aprendizado sob uma ética absoluta e permitem uma comparacao objetiva dos
mesmos.

Idealmente, o algoritmo de aprendizado perfeito produzird uma matriz de confu-
sao que é uma matriz diagonal, o que significa que absolutamente todos os valo-
res preditos foram iguais aos seus valores verdadeiros, que € um resultado pouco
provavel. Aceitando que a previsdo nao sera completamente perfeita, 0 desem-
penho de um algoritmo de aprendizado de maquina deve ser avaliado conforme
0 objetivo da analise, o que inclui consideragdes quantitativas e qualitativas. No
caso deste trabalho, a previsao de falhas, deseja-se uma pequena quantidade de
falsos negativos, pois se o algoritmo rotular um estado de alta degradacdo como
baixo, podera ocorrer uma falha inesperada que na pior das hipéteses podera
ser durante a operacao. Um falso positivo significara que a operacao foi errone-
amente interrompida, o que é uma preocupacao operacional pois podera causar
uma acao de manutencado sem necessidade.

E importante esclarecer que nestes casos ndo existem problemas de seguranca,
pois o sistema é desenvolvido atendendo a relagdes entre criticidade e proba-
bilidade. Uma falha de uma valvula de sangria tem sua criticidade entre minor
e major, exigindo probabilidades entre 1072 e 10~°, o que define a qualidade do
componentes (MTBF) e arquitetura (redundancia) (FEDERAL AVIATION ADMI-
NISTRATION, 1988).

Neste caso teriamos um impacto operacional, justamente o que este trabalho se
propde a ajudar reduzir, eventos de manutencgao nao planejadas podendo ocorrer
em bases aéreas que nao se tenha estruturas adequadas.

Adicionalmente, a interpretacdao do melhor resultado pode ser subjetiva e depen-
dente da intencao do usuario. Por exemplo, caso um algoritmo como o SVM apre-
sentar um resultado marginalmente melhor do que outro algoritmo mais simples
como a arvore de classificagédo, seria mais indicado escolher o algoritmo mais
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simples, por conta de varios fatores como tempo de treinamento, facilidade de
reproducdo e de interpretacao das regras de classificagdo. As mesmas conside-
racdes aplicam-se para os filtros, como a comparacéo entre a média mével e o
filtro de Kalman, por exemplo.

Além das consideragcdes quantitativas, ha decisdes de carater qualitativo. Algu-
mas métricas podem ser mais importantes do que outras, a depender das dire-
trizes de operacao dos clientes. Por exemplo, para alguns & desejavel realizar
a troca do equipamento assim que um estado de alta degradacao é detectado.
Outros podem optar por continuar a operar enquanto o equipamento permane-
cer funcional, estendendo a vida ao maximo até a falha. Assim, mais importancia
sera dada para diferentes métricas, como as taxas de verdadeiro positivo ou ne-
gativo.

Por mais que se troque precocemente uma valvula (ou nao se troque), 0 compor-
tamento anormal podera ser detectado pelos alarmes de protecao e o sistema
ambiental ira desligar, por seguranga. Os impactos dos erros sao econdmicos,
operacionais e logisticos e acabam afetando a imagem do produto e reduzindo a
sua competitividade no mercado.

5.1 Aprendizado de maquina direcionado por dados de frota

Para estabelecer uma base de comparacéo, a avaliagcdo do desempenho dos
algoritmos de aprendizado de maquina foi realizada primeiramente apenas para
os dados de frota. Assim, serdo obtidas as métricas quantitativas que permitem
a comparagao com as abordagens por apenas modelo e hibrida.

Inicialmente, serdo apresentados resultados da classificacdo do conjunto de
teste para todos os filtros considerando a arvore de classificacao, devido a sua
simplicidade em relacdo aos outros algoritmos de aprendizado de maquina. A
Tabela 5.1 apresenta as métricas de desempenho para a arvore de classificagao
para varios os filiros estudados. O aumento na taxa de verdadeiros positivos é
notavel com a aplicacao de qualquer filtro em relacao aos dados puros.

Isto significa que a taxa de falsos negativos diminui, caracteristica desejavel,
pois evita-se classificar uma valvula que possui degradacao alta como se tivesse
degradagéo baixa. Esse erro levaria a que uma valvula degradada ndo fosse
identificada e deixando operador vulneravel a um evento de manutencao nao
planejada. Assim, é necessario que a taxa de falsos negativos seja a menor
possivel para a aplicagdo em deteccao de falhas. No entanto, se a taxa de falsos
positivos for alta, significa que a operagao foi erroneamente interrompida, o que
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€ indesejavel, porém menos prioritario que a métrica anterior.

No caso da previsdo de falhas, é toleravel uma pequena quantidade de falsos
positivos, pois se o algoritmo de previséo rotular um estado de degradacéo real-
mente alto como baixo, podera ocorrer uma falha inesperada.

O coeficiente de correlacdo de Matthews (MATTHEWS, 1975) considera todas
as métricas basicas juntas e é uma escolha adequada atualmente para descre-
ver 0 desempenho de um algoritmo de aprendizado de maquina quando existe
um desequilibrio entre a quantidade de observagdes das classes. No caso deste
trabalho, como esta quantidade foi normalizada através da remocao de observa-
cOes da classe falsa até a quantidade se igualar com as observacoes da classe
verdadeira, as outras métricas podem ser observadas sem considerac¢des adici-
onais quanto ao desequilibrio de classes.

Por critérios quantitativos, o uso da média exponencialmente ponderada levou
a obtencao de resultados melhores. Contudo, o desempenho da aplicagdao da
média movel ainda apresentou resultados semelhantes, com 0.7% de diferenca.
Como esta ultima é mais simples que a primeira, tanto em sua concepgcao como
em sua parametrizacdo, ela se mostrou uma escolha mais adequada. E notavel
que o efeito do filtro de Kalman € menor que as outras técnicas, mesmo sendo
mais complexo e mais demandante computacionalmente.

Tabela 5.1 - Desempenho da arvore de classificagcao para dados de frota.

Filtro

Métrica de Desempenho Puros Média Maximo Desvio Mediana Média Exp. Filtro de

Moével  Mével  Mobvel Moével  Ponderada Kalman
Taxa Verdadeiros Positivos  0.631 0.730 0.689 0.696 0.693 0.737 0.685
Taxa Verdadeiros Negativos 0.918 0.939 0.866 0.864 0.964 0.939 0.962
Taxa Falsos Positivos 0.082 0.061 0.134 0.136 0.036 0.061 0.038
Taxa Falsos Negativos 0.369 0.270 0.311 0.304 0.307 0.263 0.315
Precisao 0.885 0.923 0.837 0.837 0.951 0.924 0.948
Acuracia 0.774 0.834 0.777 0.780 0.829 0.838 0.823
Coef. Correlagao Matthews 0.573 0.684 0.563 0.569 0.683 0.691 0.673

A arvore resultante para os dados puros € ilustrada na Figura 5.1. As informa-
cbes contidas nos nds sao o critério de divisao, impureza, numero de amostras
naquele nivel e classe.

Para o caso estudado, o melhor cenario é um filtro que apresenta alta precisao
e alta taxa de verdadeiros positivos. Entretanto, isso nao significa que as ou-
tras métricas devam ser ignoradas. O filtro com a maior precisédo € o Kalman, e
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Figura 5.1 - Arvore de classificagao.
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a maior taxa de verdadeiro positivo € a maximo mével. E desejavel capturar o
estado de alta degradacao de forma confiavel, portanto, uma alta taxa de verda-
deiro positivo é indicada. Assim, a média mével foi escolhida como o filtro mais
adequado para esse caso, pelo bons resultados, simplicidade e facilidade de im-
plementacao.

A menor taxa de falsos positivos foi obtida com a mediana mével e mesmo que a
aplicacédo de qualquer outro filtro a aumentou, os falsos negativos foram reduzi-
dos, uma caracteristica desejavel para previsoes dessa classe de problema, em
que estados de alta degradacao nao percebidos podem ser mais impactantes do
que a rotulagédo de baixa degradagcdo como alta. Por fim, o filtro de Kalman nao
apresentou um resultado significativamente melhor do que a média moével, indi-
cando que uma abordagem mais simples € suficiente para esse tipo de analise.

A Figura 5.2 ilustra um evento para uma das aeronaves do conjunto de testes.
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Os pontos ilustram o indice que representa o desvio padrdao médio da pressao
durante a fase de voo cruzeiro. A subfigura 5.2(a) € o alvo da classificacdo. No
caso do conjunto de teste, esta informacao nao € conhecida pelo algoritmo de
aprendizado de maquina. A subfigura 5.2(b) é a probabilidade de pertencimento
a classe (LIU; WU, 2011) que representa um patamar de alto nivel de degrada-
céo. A subfigura 5.2(c) ilustra um filtro média mével aplicada a informagéo ante-
rior. E possivel perceber que existe um aumento ao longo do tempo, indicando
gue a degradacao do equipamento estd aumentando.

Do ponto de vista de aplicacdo em um sistema real de previsdo de falhas, esta
métrica € mais adequada do que a previsao pura, pois esta se baseia em um li-
mite de probabilidade para cada amostra, o que pode causar um alerta precoce.
No entanto, tal probabilidade amostral é uma métrica quantitativa mais direta e
portanto sera utilizada primeiramente para comparacao das diferentes aborda-
gens: dados puros, dados de modelo e hibrida.

Figura 5.2 - Objetivo do aprendizado de maquina (a), probabilidade de pertencimento (b)
e probabilidade de pertencimento filtrada (c).

M
(a) (b) ()

o B

Além da comparacéao entre diferentes filtros com o algoritmo de aprendizado de
maquina fixado, a analise do desempenho dos diferentes algoritmos de apren-
dizado de maquina revelou que para esta classe de problema, algoritmos mais
simples foram adequadas, visto que o aumento de desempenho pode néo justifi-
car o0 uso de algoritmos mais complexos, que podem exigir consideracdes e ana-
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lises adicionais. Estes resultados significam que para esta classe de problema, a
utilizacao de algoritmos de aprendizado e maquina mais avangadas nao incorre
em um aumento de desempenho que justifique a complexidade adicional que tais
algoritmos trazem.

Além de questbes computacionais, onde algoritmos como redes neurais e SVM
sdo mais demandantes em relagdo a outras como arvores e florestas, existem
caracteristicas relacionadas a complexidade de parametrizacao dos algoritmos e
0 acesso a suas regras de classificagdo. Para arvores, é trivial acessar as regras
de divisdo dos n6s em ramos e folhas, especialmente apds o processo de poda,
que diminui a quantidade de regras e facilita a compreenséao pelo especialista.

Para técnicas como SVM, caso os dados tenham passado pelo processo de ele-
vagao do espago amostral diversas vezes em sequéncia, ndo sera mais possivel
visualizar facilmente a fronteira de separacdo sem o uso de proje¢des, por exem-
plo se 0 SVM julgar que as classes forem separaveis apenas a partir do dominio
R*. Para redes neurais, embora exista a possibilidade de acessar os pesos das
sinapses, a conversao em regras de decisdo nao é trivial e se a rede for profunda,
isto é, com diversas camadas escondidas.

A Tabela 5.2 revela o desempenho das redes neurais para os dados puramente
de frota. Em relacéo a arvore de classificagao, houve um aumento de 8% quando
nao sao aplicados filtros. No entanto, para tanto atingir tal resultado, a rede pre-
cisou de trés camadas escondidas, dificultando mais 0 acesso as regras de clas-
sificacdo, em especial quando comparado a arvore de classificacdo. No entanto,
este fato apenas se torna um problema caso este acesso seja importante para a
tarefa que o classificador deve realizar.

Tabela 5.2 - Desempenho da rede neural para dados de frota.

Filtro

Métrica de Desempenho Puros Média Maximo Desvio Mediana Média Exp. Filtro de

Moével Mobvel  Movel Mével  Ponderada Kalman
Taxa Verdadeiros Positivos  0.711  0.766 0.709  0.756 0.755 0.759 0.758
Taxa Verdadeiros Negativos 0.890 0.892 0.784  0.795 0.908 0.923 0.797
Taxa Falsos Positivos 0.110 0.108 0.216  0.205 0.092 0.077 0.203
Taxa Falsos Negativos 0.289 0.234 0.291 0.244 0.245 0.241 0.242
Precisao 0.866 0.876 0.767 0.787 0.891 0.908 0.789
Acuracia 0.800 0.829 0.747 0.775 0.831 0.841 0.778
Coef. Correlagdo Matthews 0.611 0.663 0.495  0.551 0.670 0.691 0.556

Assim, é necessaria uma estratégia que considere os requisitos e a finalidade
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para tomada de decisdo sobre qual algoritmo utilizar. Para as aplicacdes deste
trabalho, o acesso as regras de classificagcdo € importante pois permite identifi-
car quais indices os algoritmos de aprendizado de maquina consideraram como
mais importantes para a tarefa de classificacao do nivel de degradacao do equi-
pamento. Visto que os indices das observagdes sao as entradas dos algoritmos,
e por sua vez tais indices sdo baseados em grandezas fisicas e calculos feitos
com as mesmas, o conhecimento dos indices mais valiosos tende a auxiliar no
rastreamento do causa raiz da degradacéao e das eventuais falhas.

Estes indices foram definidos juntamente aos especialistas do sistema, que ja
tem experiéncia nas grandezas que podem mais ou menos afetar a operagéao
correta do equipamento. No entanto, € importante obter uma confirmagao sobre
quais fendbmenos devem ser observados com mais atencao.

A Tabela 5.3 mostra os resultados para todos os algoritmos explorados neste
trabalho, para a andlise com apenas dados de frota sem a aplicagdo de filtros. E
notavel o aumento de desempenho dos algoritmos mais complexos, a custo de
se lidar com uma caixa-preta em relagédo as regras de classificagao internas.

Tabela 5.3 - Desempenho dos algoritmos de classificacao para dados de frota sem filtra-
gem.

Algoritmo
Arvore Floresta Gradiente KNN SVM Redes Neurais
Métrica de Desempenho

Taxa Verdadeiros Positivos  0.631 0.687 0.684 0.691 0.633 0.711
Taxa Verdadeiros Negativos 0.918  0.893 0.899 0.817 0.916 0.890
Taxa Falsos Positivos 0.082 0.107 0.101 0.183 0.084 0.110
Taxa Falsos Negativos 0.369 0.313 0.316 0.309 0.367 0.289
Precisédo 0.885 0.866 0.871 0.791 0.883 0.866
Acuracia 0.774  0.790 0.791 0.754 0.774 0.800
Coef. Correlagao Matthews  0.573  0.593 0.597 0.512 0.572 0.611

A aplicacao de técnicas de filtragem tende a melhorar o desempenho dos algo-
ritmos de aprendizado de maquina, conforme evidenciado pela Tabela 5.4. Para
qualquer um dos algoritmos estudados, a aplicacao de filtros nos dados puros
causa uma diminuicdo no ruido dos dados, tornando a tendéncia de degrada-
cao mais evidente e portanto mais facil de ser identificada pelo aprendizado de
maquina.

O maior aumento de desempenho para a métrica da taxa de verdadeiros posi-
tivos em relacdo aos algoritmos de aprendizado de maquina sem filtragem foi
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Tabela 5.4 - Desempenho dos algoritmos de classificagao para dados de frota com filtro
média movel.

Algoritmo
Arvore Floresta Gradiente KNN SVM Redes Neurais
Métrica de Desempenho

Taxa Verdadeiros Positivos  0.730  0.786 0.801 0.789 0.752 0.766
Taxa Verdadeiros Negativos 0.939  0.898 0.879 0.814 0.932 0.892
Taxa Falsos Positivos 0.061 0.102 0.121 0.186 0.068 0.108
Taxa Falsos Negativos 0.270 0.214 0.199 0.211 0.248 0.234
Precisao 0.923 0.886 0.869 0.809 0.917 0.876
Acuréacia 0.834 0.842 0.840 0.801 0.842 0.829
Coef. Correlacao Matthews  0.684  0.689 0.682 0.603 0.695 0.663

de 8%, causado pela rede neural. A aplicacao isolada do filtro média mével oca-
siona um aumento de 9.9% na taxa de verdadeiros positivos para a arvore de
classificacédo, sendo este o filtro mais indicado, pois 0 aumento de desempenho
compensa a simplicidade do filtro. Para a rede neural, o aumento de desempenho
para a mesma métrica foi de 5.5% com a aplicacao do mesmo filtro, evidenciando
gue este algoritmo € menos sensivel a filtros nos dados de entrada.

A aplicacao de um filtro de média mével nos dados de entrada antes do trei-
namento leva a uma melhoria no desempenho do classificador maior do que a
aplicacéo isolada de um algoritmo mais complexo. As proximas se¢des exploram
os resultados das alternativas para a melhoria do desempenho, que se valem da
utilizacdo do modelo computacional da valvula.

5.2 Aprendizado de maquina direcionado por modelo

Antes da exploragédo da andlise com dados hibridos, os dados puramente sinté-
ticos tiveram seu desempenho avaliado para os mesmos algoritmos de aprendi-
zado de maquina, no entanto desta vez com o treinamento refeito para considerar
apenas dados de modelo, bem como os teste também contiveram apenas dados
gerados pelo modelo validado da valvula.

Para os dados gerados apenas com o uso do modelo, a Tabela 5.5 apresenta
os resultados da arvore de classificacdo. E notavel o desempenho superior em
relacdo aos dados de frota, visto que a separacao entre classes é mais evidente
e nao existem muitos exemplos de classes conflitantes como nos dados de frota.
Os dados sintéticos representam degradagdes continuas e crescentes, com pou-
cas variacdes nas entradas e operacao controlada. Assim, podem gerar dados
que capturam perfeitamente o processo de degradacao, com o objetivo de trazer
informacdes ndo contaminadas por processos externos, garantido pelo processo
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de modelagem da valvula e pelo modelo de envelhecimento proposto.

Tabela 5.5 - Desempenho da arvore de classificacao para dados de modelo.

Filtro
Média Maximo Desvio Mediana Média Exp. Filtro de

Métrica de Desempenho  Puros o ol “Movel  Mével Mével Ponderada Kalman
Taxa Verdadeiros Positivos  0.967 0.989  0.991 0.978 0.990 0.984 0.988
Taxa Verdadeiros Negativos 0.972 0.991  0.981 0.981 0.997 0.992 0.994
Taxa Falsos Positivos 0.028 0.009 0.019 0.019 0.003 0.008 0.006
Taxa Falsos Negativos 0.033 0.011 0.009 0.022 0.010 0.016 0.012
Precisao 0.972 0.991 0.982 0.981 0.997 0.992 0.994
Acuracia 0.970 0.990 0.986 0.980 0.994 0.988 0.991
Coef. Correlagéo Matthews 0.939 0.980 0.972  0.959 0.987 0.976 0.982

Devido a clareza da separagao entre as classes, todas as métricas demonstra-
ram bons resultados, com uma pequena variacao entre os diferentes filtros. A
diferenga entre a utilizagdo dos dados puros e a aplicagdo do filtro com maior
desempenho, maximo mével, fica em torno de 2.4% para a andlise puramente
baseada em dados provenientes de modelo ao observas a taxa de verdadeiros
positivos. Aqui é possivel entrar com um critério qualitativo, no qual pode ser
decidido que um aumento de desempenho tdo pequeno, em relacdo ao valor
absoluto superior a 90%, nao justifica a aplicacdo de nenhum filtro.

5.3 Aprendizado de maquina hibrido

A andlise hibrida utiliza ambos dados de frota e dados sintéticos para o trei-
namento, com o objetivo de enriquecer a base de dados. As proporcdes de
dados sintéticos para dados de frota no treinamento dos algoritmos de apren-
dizado de maquina foram variadas para os seguintes valores em porcentagem:
0, 10, 20, 30,40, 50]. Cada uma gera um novo conjunto de treinamento, e apds o
teste, uma tabela de desempenho para cada valor de proporgéo. Os algoritmos
treinados foram aplicados em um conjunto de teste que contém apenas dados
de campo.

Por conta da quantidade grande de resultados, em vez de apresentar uma ta-
bela de desempenho para cada proporgcéo e cada algoritmo de aprendizado de
maquina, a comparacao sera feita de forma grafica, pois a quantidade de re-
sultados dificulta a interpretacao por outras formas. Além disso, a apresentacao
grafica escolhe apenas uma meétrica de desempenho por figura, para evitar polui-
cao visual. Sera ilustrada a taxa de verdadeiros positivos, pois esta métrica dita
a proporcao de casos em alta degradacao que foram corretamente identificados
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como tal.

A Figura 5.3 ilustra a taxa de verdadeiros positivos para as diversas proporgcdes
filtros considerados, utilizando a arvore de classificagao. E possivel observar que
a variacao de desempenho € diferente para cada filiro, mas ha uma saturacao
em todos, onde existe um maximo aumento de desempenho que ocorre para
determinadas propor¢des entre dados sintéticos e dados de frota. Isto significa
que existe uma proporcao 6tima para cada filtro. Por exemplo, para os dados
puros e a média moével, este valor € em torno de 10%, mas para o filtro de Kalman
€ em torno de 15%.

Figura 5.3 - Influéncia da quantidade de dados sintéticos no treinamento, arvore de clas-
sificagéo, taxa de verdadeiros positivos.
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Além disso, o efeito da adicao de dados sintéticos ao treinamento dos dados de
frota varia com os filtros. O efeito para os dados filtrados pela média movel € mais
pronunciado do que para os dados puros. O primeiro demonstrou um aumento na
taxa de verdadeiros positivos de em torno de 10%, enquanto que para o segundo
este aumento foi de por volta de 7%. Portanto, a combinagcédo de ambas técnicas,
filtragem e treinamento hibrido, ocasionou um efeito maior do que a utilizagdo
separada para a métrica apresentada.

A Figura 5.4 ilustra a taxa de verdadeiros negativos para as mesmas proporcdes
e filtros considerados, também utilizando a arvore de classificacao.
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Figura 5.4 - Influéncia da quantidade de dados sintéticos no treinamento, arvore de clas-
sificacao, taxa de verdadeiros negativos.
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Enquanto ha um aumento da taxas de verdadeiros positivos, ha uma diminuicao
da taxa de verdadeiros negativos através de todas as proporg¢des. Isto significa
que o algoritmo de aprendizado, neste caso a arvore de classificagdo, passou
a compreender melhor os estados de alta degradacdo do equipamento em vez
dos estados de baixa degradacao. Assim, ha melhoria na identificagdo correta
de estados de degradagéo onde realmente o equipamento estava realmente de-
gradado.

Neste caso, cabe uma reflexdo sobre o que o usuario valoriza na operagao do
sistema de classificacdo da degradagéo. No caso apresentado, os voos identifica-
dos como alta degradacao serdao mais confiaveis, isto €, quando e se a operacao
da aeronave for interrompida, sera porque o equipamento possui alta probabili-
dade de realmente estar na zona de alta degradacgéo. O custo disso é que podera
haver mais alarmes falsos, com a operacao interrompida quando o equipamento
nao estava ainda na zona de degradacao alta.

Para os propdsitos deste trabalho, essa troca foi considerada justa, pois quanto
menos falhas inesperadas em campo, melhor o sistema de predicdo. O efeito
negativo na taxa de falsos positivos é considerado aceitavel para manter a taxa
de falsos negativos o mais baixa possivel.

As Tabelas 5.6 e 5.7 representam o desempenho da arvore de classificagao para
dados puramente de frota e dados de treinamento com 30% de dados sintéticos,
respectivamente. E importante notar que os dados de teste sdo os mesmos em
ambos os casos, e compostos apenas por dados de frota. Esta escolha foi feita
porque durante a implementagdo do sistema para determinacdo do estado de
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degradacéao da valvula em campo, os Unicos dados apresentados para avaliacao
do algoritmo de aprendizado de maquina foram dados de frota.

Tabela 5.6 - Desempenho da arvore de classificacdo para dados hibridos, propor¢ao 0%.

Filtro

Métrica de Desempenho Puros Média Maximo Desvio Mediana Média Exp. Filtro de

Moével Mobvel  Movel Mével  Ponderada Kalman
Taxa Verdadeiros Positivos  0.631 0.730 0.689 0.696 0.693 0.737 0.685
Taxa Verdadeiros Negativos 0.918 0.939 0.866 0.864 0.964 0.939 0.962
Taxa Falsos Positivos 0.082 0.061 0.134 0.136 0.036 0.061 0.038
Taxa Falsos Negativos 0.369 0.270 0.311 0.304 0.307 0.263 0.315
Precisao 0.885 0.923 0.837 0.837 0.951 0.924 0.948
Acuracia 0.774 0.834 0.777 0.780 0.829 0.838 0.823
Coef. Correlagdo Matthews 0.573 0.684 0.563 0.569 0.683 0.691 0.673

Para o treinamento com apenas dados de frota, ou seja, proporcao 0%, a tabela
€ igual a da Secéao 5.1, ilustrada aqui novamente para facilitar a comparacao
com os resultados da andlise hibrida. Para o treinamento hibrido, a Tabela 5.7
revela que que houve um aumento de desempenho da métrica taxa de verda-
deiros positivos, que por sua vez significa que houve uma diminui¢cao da taxa de
falsos negativos, resultados que contribuem para a confiabilidade do sistema de
classificagéo.

Tabela 5.7 - Desempenho da arvore de classificagdo para dados hibridos, proporgéao

30%.
Filtro

Métrica de Desempenho Puros Média Maximo Desvio Mediana Média Exp. Filtro de

Moével Movel  Mobvel Movel Ponderada Kalman
Taxa Verdadeiros Positivos  0.687 0.822 0.785 0.791 0.762 0.822 0.727
Taxa Verdadeiros Negativos 0.895 0.846 0.810  0.808 0.941 0.863 0.949
Taxa Falsos Positivos 0.105 0.154 0.190 0.192 0.059 0.137 0.051
Taxa Falsos Negativos 0.313 0.178 0.215 0.209 0.238 0.178 0.273
Precisao 0.868 0.843 0.806 0.805 0.928 0.858 0.935
Acuracia 0.791 0.834 0.798 0.800 0.851 0.843 0.838
Coef. Correlagao Matthews 0.595 0.669 0.596 0.599 0.714 0.686 0.694

E notavel que o maior aumento de desempenho da andlise hibrida foi para o filtro
média moével. A aplicagéo isolada do filtro média moével nos dados puros causou
um aumento de 9.9% na taxa de verdadeiros positivos. Quando foi aplicado o trei-
namento hibrido além do filtro, ocorreu um aumento de desempenho adicional de
9.2%. Ou seja, ambas as técnicas aliadas, filtragem e treinamento hibrido, apre-
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sentam melhor resultado do que aplicadas separadamente. Para esta classe de
problema, pode ser interessante se valer da aplicagdo demonstrada, lembrando
que a taxa de verdadeiros negativos pode cair, 0 que contribui para o0 aumento
de alarmes falsos.

Lembrando dos resultados apresentados na Secao 5.1, a aplicagdo da rede neu-
ral nos dados puros, isto é, sem filtros, proveu um aumento de 8% na taxa de
verdadeiros positivos. Este aumento ja € menor do que a aplicacao isolada do
filtro média mével nos dados puros, que € 9.9%. A utilizagdo da técnica hibrida
com 30% de propor¢ao entre dados sintéticos e de frota proveu um aumento de
5.6% para mesma métrica, que embora seja menor, permite que a interpretacao
do resultado seja facilitada em relacao a rede neural ou o0 SVM, que tem como
caracteristica desafios de configuracdo de arquitetura e parametros de treina-
mento, além de exigir maiores capacidades computacionais.

A analise hibrida para algoritmos de aprendizado de maquina mais complexos,
em particular o SVM, revelou neste estudo que a aplicagao da técnica hibrida ndo
surte 0 mesmo efeito que para a arvore de decisdo, conforme evidenciado pela
Figura 5.5. Ao elevar o espaco amostral, o SVM pode ter separado os dados
sintéticos adicionais junto as mesmas regides criadas para as classes quando
apenas dados de frota estdo presentes.

Figura 5.5 - Influéncia da quantidade de dados sintéticos no treinamento, SVM, taxa de
verdadeiros positivos.
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A Tabela 5.8 apresenta o resultado para a andlise com dados de frota e SVM.
Para dados puros, ndo houve aumento de desempenho em relagéo a arvore de
classificagdo. O maior aumento foi para o filtro de Kalman, 10%. Para os resul-
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tados do treinamento hibrido, a Tabela 5.9 demonstra que ndo houve mudanga
no desempenho quando dados sintéticos foram utilizados em conjunto com os
dados de frota durante o treinamento do SVM.

Tabela 5.8 - Desempenho do SVM para dados hibridos, proporg¢éao 0%.

Filtro
Média Maximo Desvio Mediana Média Exp. Filtro de

Métrica de Desempenho  Puros o ol “Movel  Mével Mével  Ponderada Kalman
Taxa Verdadeiros Positivos  0.633 0.752 0.704 0.743 0.712 0.756 0.781
Taxa Verdadeiros Negativos 0.916 0.932  0.861 0.865 0.955 0.927 0.933
Taxa Falsos Positivos 0.084 0.068 0.139 0.135 0.045 0.073 0.067
Taxa Falsos Negativos 0.367 0.248 0.296 0.257 0.288 0.244 0.219
Precisao 0.883 0.917 0.836 0.846 0.941 0.913 0.921
Acuracia 0.774 0.842 0.782 0.804 0.833 0.842 0.857
Coef. Correlagéo Matthews 0.572 0.695 0572 0.612 0.688 0.694 0.722

Tabela 5.9 - Desempenho do SVM para dados hibridos, propor¢éao 30%.

Filtro
Média Maximo Desvio Mediana Média Exp. Filtro de

Metrica de Desempenho  PUros y1q e ‘\ovel  Mével  Mével  Ponderada Kalman
Taxa Verdadeiros Positivos  0.616 0.751 0.721 0.759 0.712 0.757 0.781
Taxa Verdadeiros Negativos 0.918 0.933 0.855  0.859 0.955 0.929 0.931
Taxa Falsos Positivos 0.082 0.067 0.145 0.141 0.045 0.071 0.069
Taxa Falsos Negativos 0.384 0.249 0.279 0.241 0.288 0.243 0.219
Precisdo 0.883 0.918 0.833 0.844 0.940 0.914 0.919
Acuréacia 0.767 0.842 0.788 0.809 0.833 0.843 0.856
Coef. Correlagdo Matthews 0.561 0.696 0.582  0.621 0.687 0.696 0.720

Os resultados apresentados mostram que a andlise hibrida neste caso aumenta
o desempenho da classificagdo, considerando a escolha adequada do filtro e do
algoritmo de aprendizado de maquina, trazendo a resposta da pergunta cientifica
apresentada na Sec¢ao 1.2. Utilizar dados de um modelo matematico validado e
representativo do fendmeno analisado em conjunto dos dados de campo de uma
frota de aeronaves durante o treinamento de um algoritmo de aprendizado de
maquina permitiu que se obtivesse um aumento de desempenho na classificagéo
do estado de degradacao do equipamento. A aplicacao de filtros nos dados de
entrada antes do treinamento leva a uma melhora adicional no desempenho.

Uma comparacao entre os tempos de treinamento dos diferentes algoritmos de
aprendizado pode ser observada na Tabela 5.10. Note que a arvore € mais ra-
pida do que outras técnicas. Caso seu desempenho seja considerado satisfato-
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rio, pode ser uma escolha interessante pois a rapidez no treinamento permite
diversas rodadas de projeto, escolhendo indices e configurando parametros do
modelo, por exemplo. A maquina utilizada possui um processador Intel Core i7,
32GB de RAM, rodando Windows 10 com bibliotecas de aprendizado de maquina
em Python 3.

Tabela 5.10 - Tempo de treinamento.

Algoritmo de Aprendizado de Maquina Tempo médio (s)

Arvore de Decisdo 4.4
Floresta Aleatéria 87.4
Gradiente 160.5
KNN 42.0
SVM 4871.3
Rede Neural 389.9
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6 CONCLUSOES

Para concluir, respondendo a pergunta cientifica da Se¢do 1.2: “Como 0 uso
combinado de dados de campo e modelos pode aumentar a assertividade de
prognéstico de falhas?”, este trabalho explorou com sucesso um método para
melhorar o prognostico de saude de sistemas complexos combinando o uso téc-
nicas de aprendizagem de maquina com o uso de um modelo matematico com-
putacional que representa adequadamente o comportamento de um sistema ou
componente. Neste trabalho o objeto de estudo foi uma valvula do sistema pneu-
matico de uma aeronave, utilizada no controle de pressdo do ar sangrado do
compressor de um motor aeronautico.

A afirmacgéo de sucesso pode ser suportada pela analise das tabelas das métri-
cas de desempenho, observando especialmente a taxa de verdadeiros positivos
(e seu complemento, a taxa de falsos negativos). Na Tabela 6.1 a aplicacao do
filtro média mével nos dados de frota antes do treinamento da arvore de clas-
sificacdo, o aumento da taxa de verdadeiros foi de 9.9% em relagdo aos dados
nao filtrados. Para a rede neural, a aplicacdo do mesmo filtro promeveu um au-
mento de 5.5% conforme a Tabela 6.2. O uso de dados do modelo mateméatico
em conjunto com os dados de frota no treinamento, a analise hibrida, promove
um aumento de 5.6% para a arvore de classificagdo nos dados sem filtro € 19.1%
guando o treinamento hibrido é utilizado em conjunto com a aplicacao do filtro
média movel. Ja a rede neural apresentou perda de desempenho no treinamento
hibrido de 1.7% mas aumento de 11.8% quando utilizado em conjunto com o filtro
média mével.

Tabela 6.1 - Desempenho da arvore de classificagcao para dados de frota.

Filtro
Métrica de Desempenho Puros Média Maximo Desvio Mediana Média Exp. Filtro de
Moével Mével  Mobvel Mével  Ponderada Kalman
Taxa Verdadeiros Positivos  0.631 0.730 0.689 0.696 0.693 0.737 0.685
Taxa Verdadeiros Negativos 0.918 0.939 0.866 0.864 0.964 0.939 0.962
Taxa Falsos Positivos 0.082 0.061 0.134 0.136 0.036 0.061 0.038
Taxa Falsos Negativos 0.369 0.270 0.311 0.304 0.307 0.263 0.315

Para analisar os dados de sensores e determinar sua relagdo com o envelhe-
cimento da valvula, os dados foram reduzidos de séries temporais para dados
unidimensionais, chamados de indices. Estes representam grandezas estatisti-
cas de diversos sensores ao longo de um voo, como médias, desvios, sobressi-
nais e critérios de estabilidade como numero de cruzamentos de um sinal com
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Tabela 6.2 - Desempenho das Redes Neurais para dados de frota.

Filtro
Métrica de Desempenho Puros Média Maximo Desvio Mediana Média Exp. Filtro de
Moével Moével Movel Mével Ponderada Kalman
Taxa Verdadeiros Positivos  0.711 0.766  0.709 0.756 0.755 0.759 0.758
Taxa Verdadeiros Negativos 0.890 0.892 0.784  0.795 0.908 0.923 0.797
Taxa Falsos Positivos 0.110 0.108 0.216 0.205 0.092 0.077 0.203
Taxa Falsos Negativos 0.289 0.234 0.291 0.244 0.245 0.241 0.242

Tabela 6.3 - Desempenho da arvore de classificagdo para dados hibridos, proporcao

30%.
Filtro

Métrica de Desempenho Puros Média Maximo Desvio Mediana Média Exp. Filtro de

Mével Movel  Movel Mével Ponderada Kalman
Taxa Verdadeiros Positivos  0.687 0.822 0.785  0.791 0.762 0.822 0.727
Taxa Verdadeiros Negativos 0.895 0.846 0.810 0.808 0.941 0.863 0.949
Taxa Falsos Positivos 0.105 0.154 0.190 0.192 0.059 0.137 0.051
Taxa Falsos Negativos 0.313 0.178 0.215 0.209 0.238 0.178 0.273

Tabela 6.4 - Desempenho das Redes Neurais para dados hibridos, proporgao 30%.

Filtro
Média Maximo Desvio Mediana Média Exp. Filtro de

Métrica de Desempenho Puros Moével Movel Mobvel Mobvel Ponderada Kalman
Taxa Verdadeiros Positivos  0.661 0.774 0.715 0.736 0.789 0.777 0.809
Taxa Verdadeiros Negativos 0.916 0.881 0.793  0.817 0.902 0.888 0.787
Taxa Falsos Positivos 0.084 0.119 0.207 0.183 0.098 0.112 0.213
Taxa Falsos Negativos 0.339 0.226 0.285 0.264 0.211 0.223 0.191

seu valor médio. Estes indices entdo foram utilizados para compor uma base de
dados, onde cada voo é uma observagdo composta de diversos indices. Outra
fonte de informacao considerada foram os dados de manutencao, que podem ser
relatérios nos quais sao descritas a acdes tomadas nas paradas de manutencao.
O foco foram ac¢des de troca da valvula por falha dela mesma, ignorando trocas
planejadas e trocas devido a eventos associados a outros equipamentos.

O cruzamento entre a base de dados de voos e as informagdes de manutencao
revelou quando ocorreram trocas, permitindo uma analise da evolug¢ao dos indi-
ces ao longo do tempo e sua relacdo com as trocas. Observou-se que os indices
mudam, podendo crescer ou decrescer ao longo do tempo. Apds uma troca, 0s
indices voltam aos niveis iniciais onde a saude do equipamento era alta.

A andlise da mudanca dos indices ao longo dos voos permitiu a construcéao
da saida esperada dos algoritmos de aprendizado de maquina supervisionados,
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através de um calculo que considera a mudancga de um indice ao longo do tempo
e sua relacdo com um limite imposto para o valor do mesmo. Aplicando o calculo
para os dados agrupados por aeronave e evento de troca, foi obtido o nivel de de-
gradacao, que dita se a valvula se encontra em um estado de degradacéao baixo
ou alto. Este nivel foi considerado como o alvo dos algoritmos de aprendizado de
maquina.

A andlise exploratéria de dados revelou a natureza da base de dados de frota,
se valendo de ferramentas estatisticas, como boxplots e heatmaps. Este estudo
foi utilizado para a selegéo dos indices mais importantes e a exclusao de indices
considerados ruins, como indices que nao alteravam seu comportamento com o
passar do tempo ou indices que estavam fortemente correlacionados uns com
0s outros, tornando alguns redundantes e possivelmente prejudiciais ao aprendi-
zado de maquina.

Diferentes filtros foram aplicados a base de dados de indices, com o objetivo de
extrair tendéncias dos dados puros, pois estes apresentam alto nivel de ruido,
apesar da clara mudanca na tendéncia causada pelo envelhecimento da valvula.
A escolha dos filtros foi baseada em uso comum na literatura, como média moé-
vel sendo um exemplo explorado e provado em casos de reducao de ruido de
dados temporais. Outros filtros conhecidos da academia, como o filtro de Kal-
man, foram selecionados para estabelecer uma comparacao entre filtros simples
e complexos. Este passo associado a selecao e aplicacao dos filtros € uma etapa
importante para melhorar o desempenho do progndéstico de problemas de manu-
tencéo complexos.

A partir dos dados de frota, diferentes tipos de algoritmos de aprendizado de ma-
quina foram aplicados. O objetivo foi testar o desempenho de algoritmos de clas-
ses de complexidades diferentes. Algoritmos de classe de complexidade mais
altas, como SVM e redes neurais, apresentaram desempenhos superiores aos
algoritmos relativamente mais simples, como as arvores de classificagdo. No en-
tanto, algoritmos mais complexos sdo mais sensiveis a parametrizacdo, como as
redes neurais. Outros, como o SVM, dificultam o acesso as regras de classifica-
céo, o que atrapalha a interpretacdo e a identificacao dos indices mais impor-
tantes e seus valores limite. Por outro lado, as técnicas com menor desempenho
apresentam facil acesso as regras de classificagcdo, em especial as arvores de
classificacdo. E importante dizer que o desempenho, apesar de menor, pode ser
considerado satisfatério para diversas aplicacées, como foi 0 caso deste estudo,
0 que destaca a importancia da discussao do aumento de complexidade frente
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ao ganho de desempenho.

Outra solugéo proposta para melhorar o desempenho do prognéstico de proble-
mas de manutencdo complexos foi a aplicacdo de um modelo matematico fiel
ao sistema real e a utilizagdo de dados do modelo, denominados dados sinté-
ticos, em conjunto dos dados de frota durante o treinamento dos algoritmos de
aprendizado de maquina. Visto que o modelo representa a valvula com fidelidade
satisfatéria, a utilizacao de dados sintéticos teve o objetivo de enriquecer a base
de dados, apresentando aos algoritmos de aprendizado de maquina exemplos
adicionais do comportamento ideal da degradagéo do equipamento estudado.

A partir da consideracao da fisica do equipamento e de seu envelhecimento, 0s
mecanismos de degradacao puderam ser representados no modelo computaci-
onal, que por sua vez foi utilizado para gerar dados que representam o intervalo
de degradacao no qual a valvula geralmente opera em campo. Ao variar os pa-
rametros que controlam a degradacao do equipamento, foi possivel representar
a vélvula em diversos estagios do processo de degradagdo. A observagao de
dados de aeronaves de frota possibilitou a criagdo de vetores para estimar a
degradacao ao longo dos voos. A criacdo de voos sintéticos também conside-
rou a entrada do modelo, que também foi criada observando dados de campo,
comparando-os para que a representacao fosse fiel. A geracdo de dados sin-
téticos seguiu com a simulacao de diversos voos, utilizando ruido marrom na
entrada para representar diferentes voos da mesma aeronave, além de degrada-
céo crescente, até um ponto onde ocorreria um evento de troca da valvula em
campo.

A criagdo de indices para os voos sintéticos foi realizada da mesma maneira dos
dados de frota, construindo os mesmos indices, e portanto, a base de dados
sintéticos. Em seguida, a analise exploratéria de dados revelou a natureza dos
dados sintéticos, que, como esperado, € diferente dos dados de frota pois os da-
dos sintéticos foram projetados para representar degradagdes ideais e séo livres
de ruidos excessivos e decisdées de manutencao preliminar ou tardia. Os algo-
ritmos de aprendizado de maquina foram treinados novamente e entdo testados
com dados puramente sintéticos, com a finalidade de estabelecer uma base de
comparagao entre os desempenhos das diferentes bases de dados. Visto que
os dados sintéticos sao livres de ruidos excessivos e agdes de troca fora da
fixa recomendada, o desempenho da previsdao dos algoritmos de aprendizado de
maquina foi superior ao caso de apenas dados de frota.

A filtragem dos dados de frota apresentou bons resultados em relacao aos dados
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puros, visto que a classe deste problema é construida por dados que possuem
tendéncias crescentes ou decrescentes temporalmente.

A utilizagdo de cada técnica separada ja adiciona um nivel de melhoria em cada
passo, sendo possivel utiliza-las em conjunto. A adicdo de dados do modelo
computacional a base de dados de campo, além da aplicacdo de métodos de
filtragem, juntamente com algoritmos de aprendizado de maquina, alcanga um
desempenho superior ao obtido por cada técnica separadamente. Filtragem de
dados ruidosos € uma técnica conhecida e padronizada em anadlises de ciéncia
de dados, assim como os algoritmos de aprendizado de maquina. No entanto,
geralmente sao utilizados dados provenientes de ensaios de laboratério, ou ope-
racao controlada, onde n&o ha influéncia da degradacéo.

Algumas estratégias e praticas operacionais mirando redugéo de custos podem
dificultar a obtencdo de dados apropriados para o uso em analises de ciéncia
de dados, como a Analise Exploratéria de Dados, ou até mesmo comprometer
o desempenho de algoritmos de aprendizado de maquina. Essa restricdo pode
ocorrer em termos de quantidade e qualidade dos dados, nesse contexto, mu-
dancas de cultura e treinamento podem fazer a diferenca.

Estes fatores podem fazer com que a aplicagéo de aprendizado de maquina néao
apresente resultados desejaveis. Para melhorar o progndéstico de falhas de sis-
tema complexos, a solucao proposta explorou a alianga das técnicas de apren-
dizado de maquina, filtragem e a utilizacdo de um modelo computacional da
valvula, validado com dados de voo. O modelo € capaz de reproduzir o enve-
lhecimento de uma vélvula até a troca, replicando o comportamento do mesmo
indice, baseado na mesma grandeza fisica.

Através da utilizacdo do modelo, uma nova base de dados foi construida, desta
vez sintética, através da simulacdo de voos com caracteristica semelhantes aos
voos da frota. Ao explorar os dados de modelo e junta-los com os dados de frota,
foi realizada uma andlise hibrida, que se valia de ambas fontes de dados: frota de
aeronaves em operacao de campo e modelo computacional validado. Assim, foi
possivel providenciar mais exemplos aos algoritmos de aprendizado de maquina
e aos filtros, enriquecendo a base de dados. Com maior quantidade e qualidade
dos dados de treinamento, as técnicas escolhidas proveram um aumento de de-
sempenho na classificagcdo do nivel de degradagéao da valvula em comparacao
com a analise puramente focada nos dados de frota.

A avaliacdo da abordagem hibrida foi realizada variando a proporcao de dados
sintéticos para dados de frota, indo de 5% a 50% dos dados de treinamento,
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sendo o restante dados de frota, enquanto o teste consistiu sempre em apenas
dados de frota.

Foi observado que algumas técnicas de aprendizado de maquina sao mais be-
neficiadas do treinamento hibrido do que outras, especialmente a arvore de de-
cisdo. SVM e Redes Neurais ndo apresentaram melhora significativa ao traba-
lhar com dados hibridos, evidenciando a pouca influéncia dos dados sintéticos
para estes algoritmos em particular. Apesar disso, a melhoria ocasionada para
a arvore, quando aliada a técnicas de filtragem dos dados de entrada, obteve
desempenho superior.

A vantagem deste método é que a avaliagdo do modelo permite uma compreen-
sdo dos mecanismos que regem a degradacao e subsequente falha do equipa-
mento estudado. Além disso, um algoritmo mais simples € mais facil de ser con-
figurado e seu treinamento pode exigir menos recursos computacionais. Outra
vantagem € o fato de que algoritmos como a arvore de decisdo permite acesso
as regras de classificagdo de maneira mais facil do que outros como as redes
neurais, especialmente com o aumento do nimero de camadas escondidas.

No fim, os resultados de um sistema de previsdo de falhas ou de inferéncia de
degradacdo sdo sugestdes de agdes para os proprietarios das aeronaves ou
frota. Podem haver casos onde o cliente ndo aceita lidar com falha alguma, e
prefere substituir o componente ao menor sinal de degradag¢ao, mesmo que este
seja capaz de operar com alguma degradacao por mais tempo. Outros casos
preferem lidar com falhas e continuar a aplicar passos para sua mitigacdo durante
a operacao, para que o seja utilizado até o limite de sua vida util.

Uma questao que merece atengao é o valor de um sistema de analise de saude
de equipamentos ou previsdo de falhas. Resultados quantitativos como os apre-
sentados sao fundamentais para embasar a recomendacao de sistemas de pre-
vencao de falhas. Pode ndo ser simples quantificar o beneficio de se implementar
uma metodologia de previsao de degradacgéo, no entanto a apresentagao de evi-
déncias concretas, mesmo que utilizem dados de falhas inesperadas passadas,
reforca o discurso das vantagens dos sistemas de prevencao de falhas.

Entendem-se como contribuigdes académicas deste trabalho os seguintes topi-
cos explorados. O trabalho apresentou a comparagéao de alguns algoritmos de
aprendizagem de maquina e destacou que alguns mais simples apresentam de-
sempenho superior aos mais complexos para esta classe de problema, fato que
pode auxiliar a direcionar trabalhos na mesma area. Também mostrou que o
uso de um modelo computacional € benéfico e um modelo validado que atenda
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essa finalidade permite a geracao de dados similares aos dados de campo. O
uso de dados de campo em conjunto com dados sintetizados por um modelo
computacional validado melhora a deteccédo de estados de alta degradacao em
equipamentos.

Sugestoes de trabalhos futuros incluem a exploracdo extensa do impacto das
configuracdes dos algoritmos de aprendizado de maquina quando dados de frota
sao aliados a dados de modelos computacionais. Também ha a possibilidade de
utilizar técnicas de exploragdo de espacos amostrais e otimizagao para encon-
trar indices de degradacao mais precisos nos dados de frota. Técnicas do mesmo
campo de estudo podem ser aplicadas na busca pelos parametros que influen-
ciam a degradagcdo em modelos matematicos computacionais. A exploracao das
influéncias externas de campo na degradagdo pode ser um caminho frutifero,
gue pode levar a novos controladores ou meios de operacao.
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APENDICE A - RESULTADOS APRENDIZADO DE MAQUINA DADOS DE
FROTA

Tabela A.1 - Desempenho da arvore de classificacdo para dados de frota.

Filtro
Média Maximo Desvio Mediana Média Exp. Filtro de

Métrica de Desempenho  Puros oo “Movel  Movel Mével  Ponderada Kalman
Taxa Verdadeiros Positivos  0.631 0.730 0.689 0.696 0.693 0.737 0.685
Taxa Verdadeiros Negativos 0.918 0.939 0.866 0.864 0.964 0.939 0.962
Taxa Falsos Positivos 0.082 0.061 0.134 0.136 0.036 0.061 0.038
Taxa Falsos Negativos 0.369 0.270 0.311 0.304 0.307 0.263 0.315
Precisao 0.885 0.923 0.837 0.837 0.951 0.924 0.948
Acuracia 0.774 0.834 0.777 0.780 0.829 0.838 0.823
Coef. Correlagao Matthews 0.573 0.684 0.563 0.569 0.683 0.691 0.673

Tabela A.2 - Desempenho da floresta para dados de frota.

Filtro
Média Maximo Desvio Mediana Média Exp. Filtro de

Metrica de Desempenho  PUros y1qve \ovel  Mével  Mével  Ponderada Kalman
Taxa Verdadeiros Positivos 0.685 0.789  0.787 0.772 0.781 0.797 0.829
Taxa Verdadeiros Negativos 0.893 0.890 0.763  0.826 0.887 0.902 0.865
Taxa Falsos Positivos 0.107 0.110 0.237 0.174 0.113 0.098 0.135
Taxa Falsos Negativos 0.315 0.211 0.213 0.228 0.219 0.203 0.171
Precisdo 0.865 0.878 0.769 0.816 0.874 0.891 0.861
Acuréacia 0.789 0.840 0.775 0.799 0.834 0.850 0.847
Coef. Correlagdo Matthews 0.591 0.683 0.550 0.599 0.672 0.703 0.695

Tabela A.3 - Desempenho do gradiente para dados de frota.

Filtro

Média Maximo Desvio Mediana Média Exp. Filtro de

Metrica de Desempenho  PUros yioue ‘Mevel  Mével  Mével  Ponderada  Kalman
Taxa Verdadeiros Positivos  0.684 0.801 0.764  0.762 0.776 0.807 0.830
Taxa Verdadeiros Negativos 0.899 0.879 0.776  0.824 0.900 0.891 0.841
Taxa Falsos Positivos 0.101 0.121 0.224 0.176 0.100 0.109 0.159
Taxa Falsos Negativos 0.316 0.199 0.236 0.238 0.224 0.193 0.170
Precisao 0.871 0.869 0.774 0.812 0.886 0.881 0.840
Acurécia 0.791 0.840 0.770 0.793 0.838 0.849 0.836
Coef. Correlagdo Matthews 0.597 0.682 0.540 0.586 0.681 0.700 0.671
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Tabela A.4 - Desempenho do KNN para dados de frota.

Filtro

Média Maximo Desvio Mediana Média Exp. Filtro de

Metrica de Desempenho  PUros y1qve ‘\ovel  Mével  Mével  Ponderada Kalman
Taxa Verdadeiros Positivos  0.691 0.789  0.699 0.741 0.757 0.798 0.792
Taxa Verdadeiros Negativos 0.817 0.814 0.728  0.757 0.815 0.832 0.783
Taxa Falsos Positivos 0.183 0.186 0.272 0.243 0.185 0.168 0.217
Taxa Falsos Negativos 0.309 0.211  0.301 0.259 0.243 0.202 0.208
Precisdo 0.791 0.809 0.721 0.753 0.804 0.827 0.785
Acuracia 0.754 0.801 0.714 0.749 0.786 0.815 0.787
Coef. Correlagéo Matthews 0.512 0.603 0.428  0.498 0.573 0.630 0.575

Tabela A.5 - Desempenho do SVM para dados de frota.

Filtro

Média Maximo Desvio Mediana Média Exp. Filtro de

Metrica de Desempenho  PUros ool ‘Movel  Movel  Movel  Ponderada Kalman
Taxa Verdadeiros Positivos  0.633 0.752 0.704  0.743 0.712 0.756 0.781
Taxa Verdadeiros Negativos 0.916 0.932  0.861 0.865 0.955 0.927 0.933
Taxa Falsos Positivos 0.084 0.068 0.139 0.135 0.045 0.073 0.067
Taxa Falsos Negativos 0.367 0.248 0.296 0.257 0.288 0.244 0.219
Precisédo 0.883 0.917 0.836 0.846 0.941 0.913 0.921
Acuracia 0.774 0.842 0.782 0.804 0.833 0.842 0.857
Coef. Correlagéo Matthews 0.572 0.695 0572 0.612 0.688 0.694 0.722

Tabela A.6 - Desempenho das Redes Neurais para dados de frota.

Filtro

Métrica de Desempenho Puros Média Maximo Desvio Mediana Média Exp. Filtro de

Moével Mével  Mobvel Moével  Ponderada Kalman
Taxa Verdadeiros Positivos  0.711 0.766 0.709  0.756 0.755 0.759 0.758
Taxa Verdadeiros Negativos 0.890 0.892 0.784  0.795 0.908 0.923 0.797
Taxa Falsos Positivos 0.110 0.108 0.216  0.205 0.092 0.077 0.203
Taxa Falsos Negativos 0.289 0.234 0.291 0.244 0.245 0.241 0.242
Precisédo 0.866 0.876 0.767 0.787 0.891 0.908 0.789
Acuracia 0.800 0.829 0.747 0.775 0.831 0.841 0.778
Coef. Correlacao Matthews 0.611 0.663 0.495  0.551 0.670 0.691 0.556
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APENDICE B - RESULTADOS APRENDIZADO DE MAQUINA DADOS HiBRI-
DOS

Tabela B.1 - Desempenho da arvore de classificacdo para dados hibridos, proporcao

30%.
Filtro

Métrica de Desempenho Puros Média Maximo Desvio Mediana Média Exp. Filtro de

Mével Movel Movel Mével Ponderada Kalman
Taxa Verdadeiros Positivos  0.687 0.822 0.785  0.791 0.762 0.822 0.727
Taxa Verdadeiros Negativos 0.895 0.846 0.810  0.808 0.941 0.863 0.949
Taxa Falsos Positivos 0.105 0.154 0.190 0.192 0.059 0.137 0.051
Taxa Falsos Negativos 0.313 0.178 0.215 0.209 0.238 0.178 0.273
Precisao 0.868 0.843 0.806 0.805 0.928 0.858 0.935
Acuréacia 0.791 0.834 0.798 0.800 0.851 0.843 0.838
Coef. Correlagao Matthews 0.595 0.669 0.596  0.599 0.714 0.686 0.694

Tabela B.2 - Desempenho da floresta para dados hibridos, proporgao 30%.

Filtro
Média Maximo Desvio Mediana Média Exp. Filtro de

Métrica de Desempenho  Puros o ol ‘Movel  Moével Mével Ponderada Kalman
Taxa Verdadeiros Positivos 0.684 0.786  0.792 0.773 0.782 0.798 0.836
Taxa Verdadeiros Negativos 0.891 0.892 0.763  0.825 0.894 0.899 0.862
Taxa Falsos Positivos 0.109 0.108 0.237 0.175 0.106 0.101 0.138
Taxa Falsos Negativos 0.316 0.214 0.208 0.227 0.218 0.202 0.164
Precisao 0.863 0.879 0.770 0.816 0.881 0.888 0.859
Acuracia 0.787 0.839 0.777 0.799 0.838 0.849 0.849
Coef. Correlagdo Matthews 0.588 0.682 0.555  0.599 0.680 0.701 0.699
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Tabela B.3 - Desempenho do gradiente para dados hibridos, proporcao 30%.

Filtro

Métrica de Desempenho Puros Média Maximo Desvio Mediana Média Exp. Filtro de

Mével Movel Movel Mével Ponderada Kalman
Taxa Verdadeiros Positivos  0.688 0.793 0.766 0.768 0.771 0.810 0.821
Taxa Verdadeiros Negativos 0.899 0.867 0.796  0.821 0.908 0.889 0.841
Taxa Falsos Positivos 0.101 0.133 0.204 0.179 0.092 0.111 0.159
Taxa Falsos Negativos 0.312 0.207 0.234 0.232 0.229 0.190 0.179
Precisao 0.872 0.856 0.790 0.811 0.893 0.880 0.839
Acuréacia 0.793 0.830 0.781 0.795 0.839 0.850 0.831
Coef. Correlagao Matthews 0.600 0.661 0.563  0.590 0.685 0.702 0.663

Tabela B.4 - Desempenho do KNN para dados hibridos, proporgao 30%.

Filtro

Média Maximo Desvio Mediana Média Exp. Filtro de

Métrica de Desempenho  Puros 4o ‘Movel Mével Mével Ponderada Kalman
Taxa Verdadeiros Positivos  0.693 0.784  0.699 0.741 0.759 0.797 0.791
Taxa Verdadeiros Negativos 0.816 0.817 0.732  0.756 0.813 0.832 0.784
Taxa Falsos Positivos 0.184 0.183 0.268 0.244 0.187 0.168 0.216
Taxa Falsos Negativos 0.307 0.216  0.301 0.259 0.241 0.203 0.209
Precisao 0.791 0.811 0.724 0.753 0.803 0.826 0.786
Acuracia 0.754 0.800 0.716  0.749 0.786 0.815 0.787
Coef. Correlagdo Matthews 0.513 0.601 0.432  0.497 0.572 0.630 0.575

Tabela B.5 - Desempenho do SVM para dados hibridos, proporgéao 30%.

Filtro

Média Maximo Desvio Mediana Média Exp. Filtro de

Métrica de Desempenho Puros Moével Mobvel  Movel Mével  Ponderada Kalman
Taxa Verdadeiros Positivos  0.616 0.751  0.721 0.759 0.712 0.757 0.781
Taxa Verdadeiros Negativos 0.918 0.933 0.855 0.859 0.955 0.929 0.931
Taxa Falsos Positivos 0.082 0.067 0.145 0.141 0.045 0.071 0.069
Taxa Falsos Negativos 0.384 0.249 0.279 0.241 0.288 0.243 0.219
Precisao 0.883 0.918 0.833 0.844 0.940 0.914 0.919
Acuracia 0.767 0.842 0.788 0.809 0.833 0.843 0.856
Coef. Correlagdo Matthews 0.561 0.696 0.582  0.621 0.687 0.696 0.720

Tabela B.6 - Desempenho das Redes Neurais para dados hibridos, proporgéao 30%.

Filtro

Média Maximo Desvio Mediana Média Exp. Filtro de

Metrica de Desempenho  PUros ol ‘Movel  Moével  Mével  Ponderada Kalman
Taxa Verdadeiros Positivos 0.661 0.774 0.715 0.736 0.789 0.777 0.809
Taxa Verdadeiros Negativos 0.916 0.881 0.793  0.817 0.902 0.888 0.787
Taxa Falsos Positivos 0.084 0.119 0.207 0.183 0.098 0.112 0.213
Taxa Falsos Negativos 0.339 0.226 0.285 0.264 0.211 0.223 0.191
Precisao 0.887 0.867 0.776  0.801 0.890 0.874 0.792
Acuracia 0.788 0.827 0.754 0.776 0.846 0.832 0.798
Coef. Correlacao Matthews 0.596 0.659 0.509 0.554 0.696 0.669 0.597
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